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Resumen

El objetivo del presente trabajo es el estudio de las técnicas de aprendizaje, en este
caso supervisado, para la prediccion de enlaces inexistentes u ocultos, entre
usuarios de una misma red social.

Las redes pueden representarse mediante grafos, en los cuales los nodos
corresponden a usuarios, y las aristas a las relaciones entre ellos. Desde el punto
de vista del aprendizaje supervisado, es necesario crear datasets que contengan
toda la informacién de los grafos. Las instancias de los mismos corresponden a
cada par de nodos, y los atributos a los valores de similitud entre ellos a partir de
distintas funciones. La clase de las instancias esta dada por la existencia o no de
enlace entre los nodos, por lo tanto, la prediccion de enlaces pasa a ser un
problema de clasificacion binaria.

Se utilizé la herramienta Gephi como base sobre la cual implementar los
requerimientos necesarios para realizar la experimentacion. La misma cuenta con
utilidades para manipulacion de grafos y el célculo de distintas funciones de similitud
entre pares de nodos. Adicionalmente, fue necesario agregar funcionalidades para
la creacion y clasificacién de datasets a partir de grafos, y se agregaron un conjunto
de técnicas para mejorar y flexibilizar el proceso de clasificaciéon: filtrado de
instancias, seleccion de atributos y balanceo de datasets.

Para la experimentacion se utlizaron cuatro redes con caracteristicas muy
diferentes, ya sea en cuanto a tamafio 0 estructura intrinseca. Tres de las redes
poseen tamafios de pequefio a mediano, y la cuarta y mas importante, corresponde
a un escaneo de una porcion de Twitter y, por ende, de tamafio considerable. A su
vez es la red mas desconectada de las cuatro.

Debido a la gran cantidad de combinaciones posibles dadas por las redes, técnicas
y clasificadores a probar, la experimentacién se realizd por etapas. Dado que las
funciones de similitud individuales son utiles por si mismas para la prediccion de
enlaces, aunque con un funcionamiento muy diferente, el objetivo de la Ultima etapa
fue la comparacion del enfoque de aprendizaje supervisado contra las funciones,
cotejando la calidad de ambos tipos de modelos predictores.

Se obtuvieron variadas conclusiones. El filtrado de instancias por vecinos comunes
mejora en todos los casos a la clasificacion. La seleccién de atributos fue
beneficiosa en el caso de las redes pequefias y medianas. El balance beneficia
especialmente al dataset de Twitter donde el desbalance extremo impedia
clasificaciones significativamente utiles. Finalmente, el enfoque de aprendizaje
posee mayor calidad y flexibilidad que las funciones individuales, sin embargo, se
necesita mayor cantidad de pruebas y de configuracion. En redes grandes, el
enfoque de funciones se vuelve inatil debido a su baja flexibilidad y rendimiento.
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1. Introduccion

En esta primera seccion se explica en forma general el contexto de la tematica del
trabajo, la motivacién que provoca el interés en desarrollar el mismo, y la propuesta
gue se plante6 para encarar de forma exitosa la presente investigacion.

1.1. Motivacion

Este trabajo surge a raiz del interés de estudiar el comportamiento y evolucién de
las redes sociales a través del tiempo.

La popularidad de estas redes ha ido aumentando cada vez mas en los ultimos
afios, como consecuencia del auge de los contenidos creados por los usuarios y la,
cada vez mas facil, interaccién a través de internet mediante mdultiples tipos de
dispositivos. Esto abrio la posibilidad a los usuarios de compartir informacion de
cualquier tipo, desde cualquier dispositivo y lugar.

Todo este universo de posibilidades dio origen a distintos tipos de redes sociales,
qgue brindan diferentes caracteristicas para la interaccion entre los usuarios.

Por ejemplo, existen redes sociales para compartir contenido multimedia, como es el
caso de Youtube,donde | os wusuarios pueden suscr
los demés usuarios, y poder asi seguir los videos que publican. Similar es el
funcionamiento de Twitter, aunque en este caso, la informacién que se comparte es
mayormente de tipo textual y permitiendo enlazar contenidos de otros sitios. Para
contrastar, en el caso de Facebook, los usuarios pueden subir diversos tipos de
contenidos (imagenes, videos, texto) y relacionarse mutuamente entre ellos

medi ante |l a opci-n de fs eres psiblegd@osseguir eh unque

contenido de otros usuarios sin necesidad de ser amigos de ellos. En un enfoque
orientado a lo profesional, se puede hacer referencia a Linkedin, cuyo fin es
conectar personas que buscan relacionarse desde el punto de vista laboral, ya sea
buscando u ofreciendo empleo. Y de esta forma se pueden mencionar infinidades
de variantes entre las distintas redes sociales.

Esta clase de informacion tiene una importancia subjetiva para los usuarios, debido
a que, cada quién se relaciona con aquellos usuarios que posean 0 provean
contenido relevante para ellos. Pero a su vez, estas relaciones que se crean debido
a la interaccién entre usuarios, pueden ser analizadas a un nivel de abstraccion
mayor para obtener nueva informacion derivada como, por ejemplo, patrones
estructurales en las redes, tendencias en los nuevos contenidos, entre otros. Esta
informacion puede ser utilizada por entidades que buscan algun beneficio a partir de
los datos de una red social, sin que los usuarios participantes de la misma sean
conscientes de ello. A modo de ejemplo, si los usuarios comienzan a compartir
contenido de la final de un torneo de futbol importante, los encargados de la red



detectaran la tendencia emergente, y obtendran mayores beneficios vendiendo su
espacio de publicidad a marcas de indumentaria deportiva.

La importancia de las redes sociales es tal, que han surgido investigaciones desde
distintos a&mbitos estudiando su evolucion, dindmica, estructura global, entre otras
caracteristicas que puedan ser de utilidad. Algunas investigaciones son enfocadas
en sacar beneficios econdmicos, por ejemplo, buscando el aumento de los usuarios
de una red o de las relaciones entre ellos para intentar vender algun producto o
servicio. Pero también existen otros enfoques mas tedricos, que resultan Utiles al
aplicarse de forma préactica en distintos campos de investigacion.

Este trabajo se enfoca en el problema de predecir futuras interacciones entre los
usuarios de una misma red social utilizando un enfoque de aprendizaje supervisado.

Este problema es conocido como predicci

y consiste en predecir con un buen indice de acierto futuras relaciones que se
generen entre los usuarios a partir de la informacién que se posee de la red en un
momento dado.

El enfoque de aprendizaje supervisado implica que la informacion de los usuarios y
sus relaciones son estructuradas en diversos modelos de datos a modo de
entrenamiento. Luego, estos modelos se utilizan para clasificar otras relaciones
nuevas que aparezcan y determinar si existe enlace o no entre los usuarios de las
mismas. Por ser una técnica supervisada, la clase de los datos usados para
entrenamiento es conocida de antemano. En este caso particular, la informacion
entre dos usuarios de una red social se clasificara en dos tipos, dependiendo de si
existe interaccion entre ellos o no.

Los modelos de datos anteriormente mencionados son conocidos como
clasificadores. A partir de un conjunto de ejemplos que poseen determinadas
caracteristicas y clase conocidas, los clasificadores entrenan sus modelos internos.
Los mismos se van modificando y ajustando a los ejemplos de entrenamiento que
se les proveen, y se estructuran de diferente manera dependiendo del clasificador
gue se utilice. Una vez entrenados, los clasificadores pueden determinar la clase de
nuevos ejemplos a partir de sus caracteristicas intrinsecas.

La técnica de prediccion de enlaces es util en varios campos de aplicacion. Por
ejemplo, dado el seguimiento de las actividades, intereses y relaciones de un
usuario, es posible recomendar otros usuarios que posean intereses semejantes,
ofrecer publicidad de ciertos productos, etc. En el area de la medicina, se puede
predecir la forma en que interaccionan distintas proteinas con el fin de desarrollar
medicamentos o tratamientos nuevos. También es Util para estudiar grupos de
personas especificas como, por ejemplo, buscar relaciones no conocidas entre
integrantes de una banda criminal, y de esa manera desbaratar sus operaciones, lo
cual mejorara la seguridad para los ciudadanos en general. Estos son sélo algunos
ejemplos de una gran variedad de aplicaciones que posee la técnica de prediccion
de enlaces, y que reflejan la importancia de su estudio.

Debido a la gran diversidad de clasificadores existentes, y la amplia variedad de
redes con diferentes caracteristicas, resulta interesante poder contar con una
herramienta que permita modelar cualquier red, y analizar el funcionamiento de la



prediccién de enlaces a partir de los clasificadores existentes. De esta forma, los
investigadores interesados en el estudio de la prediccion de enlaces a través del
aprendizaje supervisado, tendrian la posibilidad de realizar analisis sobre todas las
redes que deseen investigar, en una misma herramienta integradora.

A su vez, resulta importante poder comparar el funcionamiento de las predicciones
utilizando, por un lado, cada una de las funciones de similitud individuales, y, por
otro lado, el enfoque de aprendizaje supervisado que permite condensar la
informacion de varias funciones a la vez. Al utilizar un enfoque de aprendizaje
supervisado, se espera conseguir, en lineas generales, mejores resultados que
otros enfoques con los cudles se ha estudiado esta técnica, ya que se le provee de
antemano el conocimiento de que entre dos usuarios puede o no haber relacion
entre ellos para poder clasificarlos.

Con este estudio se busca también interpretar qué caracteristicas pueden
representar una red social, qué técnicas de clasificacion permiten obtener buenos
resultados a la hora de predecir enlaces, y cuales son los factores que determinan
dichos resultados para los distintos tipos de redes.

1.2. Propuesta

El trabajo propuesto consiste en desarrollar una herramienta que modele diferentes
tipos de redes, sobre la cual se pueda obtener la informacién necesaria para
generar los conjuntos de datos Utiles en la prediccion de enlaces. Para realizar esto,
se necesita que la red pueda ser modelada en forma de grafo, permitiendo asi poder
calcular ciertas caracteristicas necesarias para el aprendizaje supervisado.

En una red social que se representa con un grafo, cada nodo corresponde con un
usuario de la red, y las aristas representan las relaciones entre ellos. Con el fin de
analizar redes representadas mediante grafos, se utilizara una herramienta de
codigo libre llamada Gephi 1, que brinda todas las funcionalidades basicas de
modelado de grafos, sobre la cual es posible analizar diferentes representaciones
de redes, con sus respectivas topologias e informacion.

A su vez, se cuenta con una funcionalidad adicional desarrollada en el trabajo de
tesi s titul ado APredicci - -n de enl aceso en
[Ricotta y Santamarina, 2016] sobre la misma plataforma. Esta funcionalidad permite
calcular diferentes grados de similitud entre cada par de nodos, segun diversas
caracteristicas basadas en la topologia del grafo o en la semejanza entre los
atributos propios de cada nodo.

Se propone extender la funcionalidad de la herramienta para crear los datasets
necesarios a partir de las funciones de similitud entre pares de nodos, sabiendo de
antemano si existe 0 no relacion entre ellos. Ademas, se pretende integrar
clasificadores que puedan utilizar estos datasets para entrenar sus modelos de
datos, y posteriormente realizar una evaluacion de los datasets sobre dichos

1 Sitio web de la herramienta Gephi. https://gephi.org/.
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modelos, obteniendo las métricas que caracterizan el rendimiento del algoritmo.
También se propone incluir funcionalidades adicionales para filtrar instancias,
balancear y seleccionar atributos de los datasets, lo cual permite variar las distintas
etapas del proceso de clasificacion.

Para facilitar la implementacion de todo lo relacionado a la clasificacion, se propone
integrar dentro de Gephi la plataforma de software llamada Weka 2, también de
codigo abierto, que brinda funcionalidades muy completas con todo lo relacionado al
aprendizaje automatico. De esta forma, es posible utilizar los datasets generados,
entrenar los clasificadores a partir de ellos, y mostrar toda la informacion relevante
brindada por Weka, desde la herramienta Gephi.

A partir del desarrollo de la herramienta, se llevaran a cabo diferentes experimentos,
acompafados de un analisis de los resultados obtenidos, para poder corroborar y
analizar el funcionamiento de los modulos implementados. Con el fin de evitar que el
estudio quede sesgado por las caracteristicas de una red especifica, se contara con
varias redes sociales con caracteristicas diferentes en cuanto a tamafo, topologia,
dominio de aplicacion, entre otras.

Se realizara un estudio individual sobre cada red, analizando la mayor cantidad
posible de caracteristicas que sean de interés, dado el enfoque de aprendizaje
supervisado. Se estudiaran distintas formas de calcular las caracteristicas de las
relaciones entre usuarios, cuales son las mas representativas, por qué, y cémo
disminuir el ruido en la creacién de los datasets. Una vez finalizadas las pruebas
anteriormente mencionadas, se introducirdn técnicas que modifiquen la creacién y
clasificacion de los datasets, utilizando las funcionalidades adicionales
implementadas. Con esto se analizara la manera en que tales técnicas influyen en la
clasificacion sobre las redes, ya sea de manera positiva o negativa. Finalmente, se
pretende realizar una comparacion contra las predicciones de las funciones de
similitud individuales, esperando obtener mejores resultados mediante la utilizacion
de clasificadores.

Para la comparacion entre distintos experimentos, cualesquiera sean estos, se
utilizaran un conjunto de métricas que permiten realizar una comparacion objetiva y
sin ningun tipo de sesgo. Estas métricas son medidas del rendimiento general de
una clasificacién sobre un dataset, calculado del grafo que representa una red. Por
esta causa se realizaran varios experimentos, buscando mejorar los valores de las
métricas finales de cada uno, y asi, obtener la mejor forma de clasificar las redes.
Una vez finalizada la etapa de experimentacion, se procedera a realizar las
conclusiones pertinentes considerando los resultados de los experimentos.

2 Sitio web de la herramienta Weka. http://www.cs.waikato.ac.nz/ml/weka/.
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1.3. Organizacion

A continuacion, se presenta un resumen del contenido de las secciones del presente
documento de tesis.

En forma introductoria, la seccion 2 se encarga de analizar todo el marco teorico,
correspondiente a la prediccion de enlaces en redes sociales y al aprendizaje
automatico. Se realiza una extensa explicacion de cada uno de los conceptos
fundamentales, necesarios para entender cada uno de los componentes que dan
forma al trabajo desarrollado. Ademas, se resumen varios trabajos relacionados que
sirvieron de inspiracion y guia.

La seccion 3 describe en detalle la propuesta anteriormente planteada. Por lo tanto,
se especifican las diferentes técnicas y requerimientos que orientaron el desarrollo
de la aplicacion. Finalmente, se expone el proceso de experimentacion que permite
abarcar los casos de estudio y técnicas propuestas de manera ordenada.

En la cuarta seccidn se plantean formalmente las restricciones y requerimientos que
condicionaron y dieron forma a la aplicacion. Como el desarrollo de la misma fue
bastante extenso, la explicacion se dividio en disefio e implementacion, y esta ultima
a su vez en backend y frontend. Se utilizan diagramas formales e informales, que
facilitan la visualizacion de las decisiones de disefio que posibilitaron la extension de
las herramientas existentes.

En la seccidn 5 se procede a realizar el proceso de experimentacion. Primero se
describen brevemente los distintos casos de estudio utilizados (redes), y
posteriormente, las etapas del proceso donde se encuentran los resultados y
observaciones de los diferentes experimentos realizados sobre la aplicacion.
Finalmente, en la sexta seccion, se encuentran las conclusiones generales
obtenidas a partir de este trabajo en su totalidad. Se describen varias cuestiones
generales inferidas a partir del desarrollo de la herramienta y de los experimentos
realizados sobre la misma. Adicionalmente, se mencionan distintas maneras de
extender la aplicacién, asi como también otros tipos de experimentos que podrian
realizarse en el futuro.



2. Marco conceptual y tedrico

El objetivo de esta seccidn consiste en situar el problema de investigacion dentro de
un conjunto de conocimientos. Con el fin de presentar una introduccién al dominio
del problema, se detallan los conceptos tedricos mas relevantes. A su vez, se lleva a
cabo un analisis de diferentes trabajos relacionados, que permiten conocer el
avance actual sobre la rama investigacion que se trata en este trabajo.

2.1. Marco Teorico

2.1.1. Redes sociales y grafos

Una red social [Lozares, 1996] es una estructura compuesta por actores que estan
relacionados entre si de acuerdo a algun criterio. Constituyen una forma util de
representar relaciones de todo tipo y obtener una vision global de la estructura
social de algan conjunto de individuos u organizaciones.

Debido al avance exponencial de la tecnologia, en los Ultimos afios se han
producido cambios radicales en la manera en que se comportan y relacionan las
personas. Desde cualquier dispositivo, lugar y manera, dos personas se pueden
encontrar intercambiando informacion de diversos tipos, con el objetivo de realizar
alguna tarea util, o simple entretenimiento. Esto se debe en gran parte a la
existencia de las redes sociales virtuales, que permiten que sus usuarios puedan
comunicarse de formas muy variadas (texto, video, audio, etc.) practicamente al
instante. Las redes sociales virtuales u online, también conocidas como servicios de
red social tienen como caracteristica fundamental que sus actores son personas,
denominados usuarios, y por ser un medio de comunicacién cuyo canal es internet.
Dentro de este tipo de red social, los usuarios pueden crear perfiles que los
identifican con cierta informacion personal, establecer contacto con otros usuarios
de la misma red y compartir contenido multimedia. Debido a la velocidad que
proporciona Internet como canal de comunicacion, todo el tiempo se crean o
desaparecen usuarios y relaciones entre los mismos. [Wang et al., 2015]

El contenido que se comparte es efimero, y cualquier evento de gran importancia en
el mundo se distribuye rapidamente entre los usuarios. Por estas, y algunas otras
caracteristicas mas, las redes sociales son un objeto de estudio muy importante,
debido a que, es posible inferir informacion relevante de su estructura y dinamica.

El analisis de redes sociales [Freeman, 2006] estudia la estructura social aplicando
la teoria de grafos. Un grafo es una estructura de datos utilizada por las ciencias de
la computacion, compuesta por un conjunto de veértices o nodos, que se unen entre
si mediante enlaces o aristas que representan relaciones binarias entre los nodos.



De esta forma, la red puede ser representada mediante un grafo en el cual los
usuarios son los nodos, y las relaciones entre los usuarios son las aristas.

La teoria de grafos [Godsil y Royle, 2001] es la rama de las matematicas que se
encarga del estudio de las caracteristicas de los grafos. Debido a las técnicas que
abarca la teoria, éstos pueden ser utilizados para representar diversos tipos de
problemas y situaciones de la vida real, como en este caso, las redes sociales.

La representacion de redes sociales mediante grafos proporciona la ventaja de que
las herramientas que se utilizan en la teoria de grafos pueden extrapolarse al
estudio de las redes sociales realizando una adecuada interpretacion de los datos.
Estas herramientas permiten estudiar cdmo la estructura general afecta a los
individuos como un todo, como cada individuo afecta a los demas, los patrones del
grafo que se forman a alto nivel debido las relaciones de los usuarios, las
caracteristicas de la red desde un punto de vista topolégico, y un gran sinfin de
aplicaciones précticas y teoricas posibles.

Existen varias caracteristicas que pueden estudiarse de una red social, y que, en
consecuencia, identifican a cada una de ellas. Por ejemplo, cada red social puede
utilizarse con un fin especifico, debido a las posibles interacciones que pueden
darse entre las personas. Existen redes con el objetivo de crear lazos de amistad
entre sus usuarios como, por ejemplo, Facebook, de crear relaciones laborales
como en Linkedin, o simplemente de conexidn para conocer los contenidos que los
otros usuarios comparten, como en Youtube. Las organizaciones duefias de las
redes sociales estan interesadas en obtener la mayor cantidad de ganancias
posibles. Para maximizar esto, pueden utilizar la informacién de sus redes y aplicar
técnicas del analisis de grafos, para conocer cuales usuarios son los mas
influyentes, cuales publicidades son las mas vistas, y como son distribuidas
mediante las relaciones. Por este tipo de utilidades, analizar las redes sociales es de
suma importancia ya que la informacion derivada puede resultar muy valiosa.

Hay informacion sobre las redes que no puede ser estudiada directamente mediante
grafos, pero si influye notablemente en el resto de datos. Por ejemplo, el objetivo
con el que los usuarios utilizan la red, no es de interés en si mismo desde el punto
de vista de la teoria de grafos, pero si afecta a la estructura, dinamica y evolucion de
la red y su topologia a través del tiempo. En redes donde las relaciones entre
usuarios tienden a durar poco, la topologia global de la red se encuentra en
constante evolucién vy, por lo tanto, la teoria de grafos puede ser til para realizar
medidas sobre la estructura del grafo, y poder obtener diferentes métricas de interés
gue, interpretadas correctamente, pueden ser utiles, por ejemplo, para el
conocimiento del estado futuro de la red. También es posible calcular la densidad de
la red en general, la centralidad de un nodo cualquiera, que indicaria la importancia
de un usuario en la red social, la cantidad de nodos con respecto a la cantidad de
enlaces existentes, del cual se puede derivar el nivel de relaciones que existen entre
los usuarios, y asi, varias medidas mas que pueden resultar utiles.

Un problema conocido que ha sido estudiado desde varios puntos de vista,
incluyendo el de grafos, es el efecto de mundo pequefio [Barabasi, 2003]. Este
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fendmeno es la hipotesis de que dos nodos cualesquiera de la red estan separados
mutuamente por una corta distancia comparado con el tamafio real de la red. Desde
la teoria de grafos, este efecto se puede medir utilizando la distancia media entre
todos los pares de nodos de una red. Desde el punto de vista de las redes sociales
significa que los contenidos de los usuarios se esparcen rapidamente por la red
entera, debido a la corta distancia entre sus integrantes. Esto puede ser util para las
empresas publicitarias. Sin embargo, puede resultar contraproducente en los casos
en los que dos usuarios que tal vez nunca se relacionan, se encuentran separados
por una distancia muy corta.

Otro problema conocido que puede valerse de las herramientas del analisis de
grafos es el de prediccion de enlaces entre usuarios. Este problema es el objeto de
estudio de la tesis, y es explicado en detalle en la siguiente seccidn.

2.1.2. Link Prediction

[Weng et al., 2015] La prediccién de enlaces consiste en el problema de predecir
enlaces inexistentes en un momento dado del grafo, pero que si podrian existir en
otro momento determinado. Tener la posibilidad de estudiar la forma en que surgen
nuevos enlaces en las redes sociales, implica poder entender como los usuarios
tienden a relacionarse entre si, y desde un punto de vista mas general, la manera en
gue la redes evolucionan con el tiempo.

El estudio de los enlaces es bastante complejo debido a la dindmica de las redes
sociales, en las cudles las relaciones y usuarios aparecen y desaparecen todo el
tiempo. Link Prediction solo se centra en el estudio de los enlaces, asumiendo que
los nodos del grafo permanecen constantes. Sin embargo, la informacién de los
nodos que participan de un enlace es vital a la hora de determinar las caracteristicas
del enlace formado, ya que identifican al enlace con ciertas propiedades. Si los
nodos hubiesen tenido otras propiedades podrian haber provocado que el enlace
entre ellos no existiera.

Existen varias formas de realizar Link Prediction, pero hay dos principales que
dependen de que los enlaces del grafo a estudiar posean marcas de tiempo o no,
segun se argumenta en [Wang et al., 2015].

En el primer caso se toman dos instantes de tiempo cualquiera del grafo siendo uno
de los instantes menor al otro (10, t1 / t0 < t1). A continuacién, se intentan predecir
los enlaces no presentes en el t0, pero que si estan presentes en el t1. Si hay nodos
gue se encuentran en tl y no en t0, sus enlaces no podran ser predichos dado que
Link Prediction solo se centra en el estudio de los enlaces, y no tiene en cuenta la
aparicion o desapariciéon de nodos. En este tipo de casos se dice que los grafos son
dinamicos, ya que presentan cambios a través del tiempo.

La otra forma de estudiar la prediccion de enlaces es cuando no se poseen marcas
de tiempo en los enlaces y, por lo tanto, el grafo a estudiar es considerado estatico,
debiéndose utilizar diferentes estrategias para el estudio. Una estrategia usualmente
utilizada es ocultar un conjunto de enlaces, y utilizar Link Prediction para verificar si
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se predicen correctamente ese conjunto de enlaces ocultos. Otra estrategia es
utilizar la red tal cual estd e intentar predecir los enlaces ya existentes
correctamente, a partir de entrenamiento previo con esta u otras redes. Ambas
técnicas caen dentro de lo que se conoce como aprendizaje automatico, y la ultima
descrita, es la que se estudia en el marco de este trabajo.

El enfoque de prediccion de enlace de [Ricotta y Santamarina, 2016], consiste en
calcular un grado de similitud para toda potencial arista. Esta funcion se calcula de
acuerdo a un criterio especifico, y por ello existen varias funciones, cada una de
acuerdo a un criterio y enfoque diferente. Como se utiliza la representacion
mediante grafos, los enfoques toman ventaja de distintas caracteristicas de los
mismos. Por ejemplo, algunos se basan en la topologia del grafo para extraer
informacién y decidir la similitud entre dos nodos. Otros enfoques utilizan la
informacién propia contenida en los nodos a comparar. Una vez calculados los
valores de similitud para todas las potenciales aristas, las mismas se ordenan de
forma decreciente (o creciente) de acuerdo al valor de similitud que poseen. Cuanto
mas grande (o chico) sea el valor de similitud, mas probable es que exista la
potencial arista entre dos nodos. A partir del ranking armado con las potenciales
aristas, se eligen las K mejores, las cuales pasan a ser las consideradas como
aristas reales, y el resto, son considerados como aristas no existentes, por lo tanto,
los nodos participantes son predichos como si no tuviesen conexion alguna.
Finalmente, se comparan las predicciones con el grafo real correspondiente,
dependiendo si es estatico o dinamico, y se calculan distintas métricas del
rendimiento final de las predicciones.

2.1.3. Aprendizaje automatico

El aprendizaje automéatico [Mitchell, 1997] [Flach, 2012], también conocido como
aprendi zaje de m8qui na ( i Ma dbasa aneconteptasryni n g o
resultados de muchos campos, incluyendo estadistica, inteligencia artificial, filosofia,

teoria de la informacién, biologia, ciencia cognitiva y complejidad computacional.

Dentro del campo de la inteligencia artificial, el objetivo es desarrollar técnicas que
permitan a | as computadoras fHaprendero a pa
concreta, se trata de crear programas capaces de generalizar comportamientos a

partir de una informacién no estructurada suministrada en forma de ejemplos. Es,

por lo tanto, un proceso de inducciéon del conocimiento.

En la Figura 1 se observan las distintas técnicas que el proceso inductivo abarca

para extraer reglas o patrones a partir de un conjunto de ejemplos. Dentro de estas

técnicas, se destacan las conocidas como aprendizaje supervisado y aprendizaje no
supervisado.
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Figura 1 - Técnicas del proceso inductivo

En el aprendizaje no supervisado, no existe un conocimiento a priori de los datos a
evaluar. Todo el proceso de modelado se lleva a cabo sobre un conjunto de
ejemplos formado tan solo por entradas al sistema. No se tiene informacidén sobre
las categorias de esos ejemplos, por lo que, el sistema tiene que ser capaz de
reconocer patrones para poder etiquetar las nuevas entradas. Para decidir los tipos
de las entradas, comunmente se utiliza el algoritmo de agrupamiento, también
conocido como Acltuest el i nogwal nmeeedi ar ean di st
conjuntos, dada la similitud de las caracteristicas calculadas de los ejemplos. Cada
grupo que queda al final del algoritmo, es una categoria diferente, y las entradas
guedan categorizadas de acuerdo al grupo al que pertenecen.

Por su parte, el aprendizaje supervisado consiste en deducir una funcién o modelo a
partir de datos de entrenamiento. Esta funcion establece una correspondencia entre
las entradas y las salidas deseadas del sistema. Los datos consisten en pares de
objetos compuestos por los datos de entrada en un lado, y los resultados deseados
en el otro. La salida de la funcién puede consistir en un valor numeérico (la clase es
continua), o una etigueta (la clase es discreta). La primera es conocida como un
problema de regresion, mientras que la segunda consiste en un problema de
clasificacion. El objetivo del aprendizaje supervisado es el de crear una funcion
capaz de predecir el valor correspondiente a cualquier objeto de entrada valida
después de haber visto una serie de ejemplos llamados datos de entrenamiento.
Cada ejemplo posee diferentes caracteristicas propias o calculadas, y la clase a la
gue pertenecen. Estos datos se utilizan para calcular las caracteristicas propias de
cada clase, y le permite al clasificador, clasificar correctamente los futuros ejemplos
que se presenten. El conjunto de ejemplos que engloba a los utilizados en el
entrenamiento o en el testeo se lo conoce como dataset de la clasificacion.

La prediccion de enlaces utiliza el aprendizaje supervisado de una manera bastante
diferente, pero conservando ciertos elementos comunes [Wang et al., 2015]. Los
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distintos ejemplos a analizar siguen siendo pares de nodos, y como en cada par de
nodos cualquiera puede existir o no enlace entre ellos, se utiliza esa caracteristica
para clasificar. Por lo tanto, la clase de los ejemplos es discreta y puede tomar dos
valores diferentes: existe enlace y no existe enlace. Como anteriormente se explico,
se suelen utilizar varios ejemplos de ambos tipos para entrenar al clasificador, para
que éste clasifigue posteriormente otros ejemplos de manera correcta, es decir,
realice buenas predicciones acerca de los enlaces.

Ademas de la clase, también son importantes otras caracteristicas que identifiquen
a cada par de nodos, ya que el clasificador necesita ser entrenado para saber
cudles valores de las demas caracteristicas corresponden a que exista enlace o no
entre un par de nodos cualquiera. Las funciones de similitud explicadas previamente
son buenos candidatos como elementos que caracterizan a un par de nodos, ya que
dan como resultado un valor numérico de la similitud, dependiendo del criterio
elegido. Estos valores de similitud se utilizan para construir el dataset que es
utilizado posteriormente en la clasificacion.

Los datasets de ejemplos permiten almacenar los valores de varias caracteristicas o
atributos a la vez, junto a la clase de cada ejemplo. Gracias a esto, se condensa
mas informacion con respecto a las caracteristicas de un grafo en un dataset
utilizado por el método de aprendizaje supervisado. Sin embargo, esto no significa
un mejor rendimiento a la hora de predecir enlaces. Para eso, se debe realizar
previamente todo un analisis al respecto, el cual es uno de los objetivos que se
abordaran en la etapa de experimentacion.

2.1.4. Funciones de similitud

Como ya se explicé con anterioridad, las funciones o métricas de similitud poseen
un rol muy importante en el aprendizaje automatico. De forma individual se utilizan
para determinar el ranking de ejemplos, para posteriormente seleccionar los K
mejores. En este caso pueden compararse diferentes funciones de similitud entre si,
pero no pueden utilizarse varias a la vez, salvo contadas excepciones en las cuales
si es posible, debido a una normalizacion similar de los valores de las funciones.
[Santamarina y Ricotta, 2016]

En el método supervisado [Wang et al.,, 2015], se pueden considerar como
caracteristicas para la construccion de los datasets a utilizar en la clasificacion.
Pueden incluirse varias a la vez, y como se suponen todas independientes, no
existen limites al respecto. En el caso de no ser independientes, el problema que
ocurrira es la introduccion de ruido en el dataset y, por lo tanto, un peor rendimiento
a la hora de la clasificacion. Para eliminar o disminuir el ruido, es posible realizar
una etapa de seleccion de las caracteristicas que mejor representan al grafo, para
luego crear el dataset que se utilizara para clasificar.

Segun Wang, existen distintas categorias que engloban a las funciones de similitud,
gue utilizan criterios semejantes a la hora de calcular la semejanza entre dos nodos.
Una forma de diferenciar las funciones de similitud, es separando entre aquellas que
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aprovechan las caracteristicas topologicas de la red y aquellas que aprovechan la
informacion contenida en los nodos de la red.

Las técnicas que se basan en las caracteristicas topoldgicas de la red, fundamentan
su criterio en la teoria de grafos y pueden ser muy variadas. Se clasifican a su vez
en dos subcategorias posibles dependiendo el tipo de informacion que utilizan:
locales y globales.

Los métodos locales son aquellos que utilizan la informacion cercana a los nodos
tales como los vecinos de los mismos. Tienden a ser los métodos mas simples y
rapidos dada la poca informacion y el poco procesamiento que implica calcular las
cuestiones asociadas a los vecinos. Por ejemplo, varios métodos consideran que
dos nodos tienen mas probabilidad de poseer enlace cuanto mas vecinos en comun
poseen. Desde el punto de vista de las redes sociales, cuantos mas amigos en
comun poseen dos personas, mayor es la probabilidad de que en algin momento
esas dos personas se vuelvan amigos.

En cambio, los métodos globales utilizan la informacién disponible de la topologia
total de la red. Debido a esto tienden a ser técnicas computacionalmente costosas
ya que recorren los caminos entre dos nodos buscando, por ejemplo, el camino mas
corto. Se espera que el aporte de informacidon que brindan estas técnicas justifiquen
el mayor costo computacional, y asi, mejoren el rendimiento de las técnicas de
aprendizaje automatico. No siempre ocurre esto y, por ende, se necesita un analisis
gue se encargue de estudiar todas las cuestiones asociadas.

Las funciones de similitud que utilizan la informacion contenida en los nodos de la
red se basan en similitudes entre la informacion de cada nodo del par. Por ejemplo,
las redes sociales virtuales permiten asociar a cada usuario. Este tipo de redes
permiten crear un perfil pablico, enviar mensajes, crear posteos con distintos tipos
de contenidos, y un sin fin mas de informaciéon que se puede asociar a cada uno de
los participantes de la red. Tener en cuenta esta informacion conlleva un costo
computacional adicional, pero en ciertos casos puede mejorar considerablemente el
rendimiento de las técnicas de aprendizaje automéatico. La gran desventaja de este
tipo de funciones de similitud recae en que son dependientes del dominio de
aplicacion de la red que esta siendo analizada. En consecuencia, la implementacion
de estas técnicas es Unica en cada caso, y sus resultados no son extrapolables a
otras redes.
A continuacion, se realiza un breve andlisis sobre varias de las funciones de
similitud entre dos nodos descritas por Wang. Se describe el tipo de funcion, el
criterio utilizado, el funcionamiento y la férmula para calcular la similitud, en caso de
existir.

Notacién: dado un nodo x, se denota i ( x) al conjunt o xesea
aguell os nodos con enlace a x pertenec

la cantidad total de vecinos de x, también llamado grafo del nodo x.

Common neighbors (CN)
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Topoldgica. Local. Su criterio se basa simplemente en la cantidad de vecinos en
comun que poseen dos nodos.
Similitud(x,y) = |0a(x) z 0G(y)|

Jaccard coefficient (JC)
Topoldgica. Local. Mejora de la anterior funciéon cuyo valor se divide con la cantidad
de vecinos diferentes en total que poseen ambos nodos. Se busca que los nodos
estan fuertemente relacionados, mas alla de tener muchos vecinos.

|(z) N ()|
Similitud(x,y) = (=) U I'(y)]

Sgrensen Index (SI)
Topoldgica. Local. Divide la cantidad de vecinos en comun con la suma de las
cantidades de vecinos de cada nodo. En consecuencia, segun este criterio, los
nodos con vecinos comunes poseen mayor similitud cuando tienen menor cantidad
de vecinos en total.

|"(z) N I{y)]|
Similitud(x,y) = (=)l + [yl

Salton Cosine Similarity (SC)
Topoldgica. Local. Considera que la similitud entre dos nodos est4 dada por la
medida seno comun.

|{z) N I (y)]

Similitud(x,y) = VT )]

Hub Promoted (HP)

Topoldgica. Local. HP define la superposicién topoldgica entre los nodos x e y. Se

divide la cantidad de vecinos en comun por el grado mas bajo entre x e .
|(z) N I(y)

Similitud(x,y) = min{[I"(z)]. |I(x)])

Hub Depressed (HD)
Topoldgica. Local. Muy similar a HP con la diferencia de que el cociente es el grado
mas alto entre x e y.
|"(x) N (y)]
Similitud(x,y) = maez(| ()] [F(y)])

Leicht-Holme-Nerman (LHN)
Topoldgica. Local. Muy similar a la funcibn SC pero que utiliza el producto de la
cantidad de vecinos como cociente sin usar la raiz de esa multiplicacion. Asigna
mas similitud a aquellos pares de nodos con muchos vecinos comunes en
comparacion con el total esperado de tales vecinos.

|F(z) N I'(y)
Similitud(x,y) = 7=l - 17()|
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Parameter-Dependent (PD)

Topol - gi ca. Local. Se dispone de un par 8metr

final de la similitud dada por esta funcion. Es de utilidad cuando se prefiere variar los

val ores de similitud en un rango de posibildi

0.5 deriva en el m®t odo de SC; y si > = 1
|7(x) NI (y)|

Similitud(x,y) = ([I'()] - [F(w)])*

Adamic-Adar coefficient (AA)
Topoldgica. Local. Es otra funciébn que busca mejorar el concepto de vecinos
comunes. La mejora radica, en que se le asigna mayor peso a aquellos vecinos

comunes que poseen grado bajo, o sea, pocos enlaces.
1

log|I'(=)]

Similitud(x,y) = =er=nr

Preferential attachment (PA)

Topoldgica. Local. Se basa en la idea de que un nodo aumenta la probabilidad de
generar enlaces cuantos mas vecinos posee. Por esta causa, la similitud es el
producto de la cantidad de vecinos entre ambos nodos.
Similitud(x,y) = |JaG(x)] L | da(y) |

Resource allocation (RA)

Topoldgica. Local. Es muy similar a AA ya que utiliza los datos de los vecinos de los
nodos para calcular la similitud. Sin embargo, penaliza ain mas a aquellos vecinos
en comun con mayor grado. En redes con un promedio bajo del grado de los nodos,
AA y RA dan resultados muy similares, pero en redes con promedio alto, RA suele
funcionar mejor.

1
Ir(z)f

Similitud(x,y) = =eri=inriy)

Shortest Path (SP)

Topoldgica. Global. Un camino entre dos nodos esta formado por las aristas y nodos
intermedios que unen a ambos, y debido a esto, existen multiples caminos posibles.
El objetivo de esta funcion es buscar el camino de menor peso entre dos nodos,
utilizando todos los caminos posibles entre ellos. Las aristas poseen un peso
asociado que refleja alguna caracteristica de la relacidon entre los nodos. Sin
embargo, en las redes sociales que se estudian en este trabajo, todos los enlaces
poseen el mismo peso, por ende, el camino mas corto se refleja como el camino que
posee menos nodos intermedios. Algo importante a tener en cuenta es que, cuanto
mas similares son dos nodos, mas bajo es el valor de SP entre ellos, a diferencia de
la mayoria de funciones de similitud. Esto significa que cuanto mas cerca se
encuentren los nodos, mas parecidos son.
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Hitting Time (HT)

Topoldgica. Global. Para calcular la funcion se realiza un recorrido aleatorio (random
walk, en inglés) desde el nodo x al nodo y, contando la cantidad de pasos dados. El
recorrido comienza en uno de los nodos, avanza hacia alguno de los vecinos de
forma aleatoria y asi sucesivamente hasta alcanzar al otro nodo. HT refleja la
cantidad de pasos dados para llegar de un nodo a otro, y como en SP, cuanto mas
bajo es el valor (menos saltos), mas similares son los nodos. Dada la naturaleza
azarosa del algoritmo que calcula esta funcién, distintas corridas de HT pueden dar
valores diferentes para el mismo par de nodos.

Node Information (NI)

Informacién de los nodos. La funcion utiliza los datos internos de los nodos para
calcular la similitud entre ellos. Cabe aclarar que no cualquier atributo puede ser
utilizado para el calculo de esta funcién. Deben ser atributos que no sean
identificadores, sino todos los nodos serian diferentes, y que posean valor en la
mayoria de los nodos, sino todos los nodos serian iguales. Por ejemplo, en una red
social, atributos validos de una persona para NI pueden ser la ciudad de nacimiento,
la profesion actual, ciudad de residencia, color favorito, entre otros.

Para el célculo de NI, se toman cada uno de los atributos elegidos por separado de
los nodos, se pondera su valor, se suman todos los valores ponderados, y asi, se
obtiene el valor de similitud entre los nodos. Las ponderaciones deben ser valores
entre 0y 1, y la suma de las ponderaciones debe dar 1. Por ende, el valor final de NI
se encontrara entre 0 y 1, y cuanto mas alto es, mas similares son los nodos.
Dependiendo de cuanta importancia se le quiera dar a cada atributo, se modifica la
ponderacion asociada a cada uno. Siguiendo el ejemplo anterior, si se quisiera
reflejar que la ciudad de residencia es mas importante que la ciudad de nacimiento,
entonces la ponderaciéon de la ciudad de residencia sera mayor a la de nacimiento
(ej: NI = residencia*0.6 + nacimiento*0.1 + color*0.05 + profesion*0.25).

Como se explicé anteriormente, la efectividad de NI depende de los atributos y su
ponderacion que, a su vez, dependen del dominio de aplicaciéon de la red social que
se estudia. Como consecuencia, debe realizarse un analisis variando los atributos y
las ponderaciones elegidas para encontrar la que mejor refleje a la red en cuestion,
y debido a esto, los valores de NI que se obtengan no son extrapolables a otras
redes que posean otro dominio de aplicacion.

Vector Node Information (VNI)

Informacion de los nodos. De forma similar a NI, utiliza la informacion de los nodos,
pero de otra manera. La diferencia radica en que los valores del atributo a evaluar
deben ser conjuntos o listas de palabras. El criterio para calcular la similitud entre
los nodos se basa en cuantas palabras iguales poseen ambos, dado el mismo
atributo elegido. Como también ocurria en la anterior funcion, no cualquier atributo
es util para ser elegido, debe ser un atributo que posee gran cantidad de palabras
para que exista cierta cantidad de coincidencias entre los distintos nodos.
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El funcionamiento de esta funcidon es simple, se toman las listas de palabras de
ambos nodos, y se comparan una a una, si coinciden o no. En caso de coincidencia
se suma uno. El valor de similitud final entre dos nodos esta dado por la cantidad de
coincidencias. Es posible realizar un preprocesamiento de las palabras previo al
calculo de esta funcion, con el objetivo de eliminar palabras innecesarias como
conectores, articulos, etc., y asi, mejorar la fidelidad del valor final de la funcion.
Para realizar esta tarea se pueden utilizar la librerias de procesamiento de palabras
como, por ejemplo, Lucene 3.

2.1.5. Datasets

Los conocidos comunmente como datasets [Zytkow y Rauch, 1999], son
colecciones de datos que generalmente corresponden a contenidos de una Unica
tabla de base de datos, donde cada columna representa un atributo o variable en
particular, y cada fila representa una instancia determinada del conjunto de datos en
cuestion.

Un dataset contiene valores para cada una de sus variables, que corresponde a
cada instancia del conjunto de datos. Cada uno de estos valores se los conoce con
el nombre de dato. Las variables del dataset pueden ser representadas por valores
numericos o por etiquetas. La importancia de esta representacion de la informacion,
es que posibilita la creacién de un modelo que permita clasificar (predecir) nuevos
datos a partir de la distribucién de los datos actuales.

Previamente a construir estos modelos, es necesario haber especificado el
problema. Para ello, se debe definir una determinada cantidad de atributos que
representen a cada instancia del conjunto de datos. Como el problema consiste en
predecir alguno de estos atributos, debe existir un conjunto de atributos o variables
independientes, y una variable dependiente del resto de los atributos. Por ejemplo,
los datos crudos sobre el clima en una region, como la temperatura, la velocidad y
direccién del viento, el porcentaje de humedad y la nubosidad, pueden determinar si
va a llover o no. Por lo tanto, es posible construir un dataset con la informacién
histérica de cada una de estas variables, incluyendo también si existieron
precipitaciones o no. De esta forma, se puede llegar a predecir la ocurrencia de
precipitaciones basandose en los datos recolectados, mediante los métodos de
aprendizaje ya mencionados.

El problema que se plantea para el presente trabajo consiste en la clasificacion de la
existencia o no de un vinculo entre dos nodos de una red. Por lo tanto, el dataset
puede ser representado de forma que cada instancia contenga informacion relativa
a cada par de nodos de la red, y la variable dependiente dentro del mismo sea un
atributo con dos valores posibles: link y nolink. Los atributos que pueden representar
a un par de nodos pueden ser de diferente indole, y dependiendo de cada red,
pueden ser mas 0 menos representativos. A su vez, existen atributos que permiten

3 Sitio web de la libreria Lucene https://lucene.apache.org/core/.
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obtener mejores clasificaciones que otros dependiendo del algoritmo de clasificacion
gue se implemente.

En el marco de este trabajo, se consideraran como posibles atributos las similitudes
entre cada par de nodos, basadas en las funciones de similitud ya explicadas.
Puede ocurrir el caso en el cual, para ciertos atributos, no se conozca el valor
asociado como, por ejemplo, que una funcién de similitud es null para algun par de
nodos. Estos valores se anotan como fA?0 y sa
tratamiento que se realiza con estos valores depende del clasificador que se utilice
en la clasificacion. Cabe destacar que, si un atributo posee valores faltantes para la
gran mayoria de instancias, entonces es importante analizar si ese atributo es
realmente util a la hora de clasificar.

Cuando se construyen datasets pensados para realizar clasificacidn supervisada
con algoritmos de aprendizaje automatico, es importante considerar la distribucion
de la cantidad de instancias de cada clase [Arrieta y Mera, 2015]. Se dice que un
dataset para clasificacion es desbalanceado cuando el nUmero de observaciones no
es el mismo para todas las clases. En estos casos, los algoritmos de clasificacion
tienden a favorecer a la clase predominante, lo cual puede derivar en obtener
meétricas sesgadas. Un dataset desbalanceado puede ser particularmente
probl em8tico cuando se requiere <clasificar
minoritaria. Lo que sucede en estos casos, es que los valores de exactitud de la
clasificacion son altos, pero son resultado de la clasificacion correcta de la clase
predominante, y no de la clase minoritaria.

Al crear un dataset basado en las observaciones de una red, donde cada instancia
contiene informacion sobre cada par de nodos con el fin de clasificar la existencia
del vinculo entre ellos, se cuenta Unicamente con dos clases. La distribucion de
valores de esta clase va a ser dependiente de que tan conexa sea la red: cuanto

mayor sea el grado medio de conexi-n de | a 1
dataset.

De todas formas, en la mayoria de las redes es comun contar con una considerable
mayor2a de pares de nodos que no son dAlink:

cuando las redes son mas grandes, ya que, si la cantidad de nodos aumenta
linealmente, la cantidad de enlaces posibles aumenta exponencialmente. Por lo
tanto, al incluir las observaciones sobre todos los pares de nodos de la red, se
puede obtener un dataset sumamente desbalanceado, con una gran cantidad de
clases Anolinkd, y s-1o0o unas pocas clases co
Existen varios métodos que permiten tratar datos desbalanceados, los cuales
pueden agruparse en cuatro categorias: submuestreo, sobremuestreo, generacion
de datos sintéticos y aprendizaje sensible al costo [Arrieta y Mera, 2015] [Pozzolo et
al., 2015]. Todos estos métodos modifican la proporcion de las clases y el tamafio
del dataset original.

Los métodos de submuestreo consisten en eliminar las observaciones de la clase
mayoritaria con el fin de igualar la distribucion de las clases. Para equiparar los
tamafios de las clases en los datasets generados para la clasificacion de enlaces,
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se utilizaran algunas variantes de este método, eliminando instancias del dataset
cuya <c¢lase sea fdAnolinko. En cambi o, el sob
acuerdo a ciertos criterios, las muestras de la clase minoritaria para igualarlas a las
de la clase mayoritaria. Esta técnica provoca varios problemas, entre los que se
encuentran el aumento del tamafio de los datasets que afecta negativamente al
rendimiento, y el sobreajuste de los clasificadores que empeora la clasificacién de
nuevas muestras. La generacién de datos sintéticos se puede considerar una forma
especial de sobremuestreo, mediante la cual se crean nuevas muestras a partir de
varias combinadas pertenecientes a la clase minoritaria, y finalmente, ambas clases
guedan balanceadas. Como desventaja, las relaciones no lineales entre las
caracteristicas de la muestra original pueden perderse. Por ultimo, el aprendizaje
sensible al costo abarca diferentes técnicas que permiten penalizar las
clasificaciones erroneas de la clase minoritaria, y que es posible utilizarlas con casi
cualquier clasificador de manera conjunta, aunque afecta negativamente al
rendimiento debido al procesamiento extra necesario.

Una forma de balancear estos datasets mediante submuestreo, es simplemente
seleccionando aleatoriamente algunas i nstan
tener una distribucion igualada de clases. Se debe considerar que los resultados de

la clasificacion luego de aplicar esta técnica pueden estar sesgadas por la seleccion

aleatoria de instancias. Para paliar este problema, se puede dividir el conjunto de
instancias con c¢clase finolinkod en diferentes
igual cantidad de instancias que el nimero de obser vaci ones con cl &
Posteriormente, se pueden formar diferentes datasets, donde cada uno contiene el

tot al de observaciones con clase fAlinkod y ut
con clase fAnolinko. De e st amddeclasificaciomenede ap
cada uno de ellos, y promediar los resultados obtenidos para evitar que estos estén

sesgados por los resultados arrojados por uno solo de los subconjuntos.

Otra alternativa para disminuir | acatarmdont i dad
los pares de nodos que no aportan informacién para la clasificacion. Por ejemplo, si

los atributos del dataset contienen informacion sobre las funciones de similitud

basadas en la topologia local, sélo tendran informacion relevante aquellos pares de

nodos que tengan al menos un vecino en comun (a excepcion de Preferential
Attachment). Entonces, podrian descartarse del dataset todos los pares de nodos

gue no tengan ningdn vecino en comun. Es importante aclarar que, si bien esta

técnica reduciralacant i dad de observaciones de | a cl a
el iminar algunos pares de nodos que son dnli
que, si bien estan vinculados entre si, no tienen ningun vecino en comun, y
dependiendo de la red, en lineas generales representan a la minoria de los pares de

nodos (en muchos casos nulo). Otra consideracion de esta practica es que, si bien

tiende a equiparar la distribucion de las clases, no obtiene un dataset
completamente balanceado.
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Otro tema importante a tener en cuenta es que no todos los atributos presentes en
el dataset aportan informacién util para la clasificaciéon. Puede ocurrir el caso en el
gue los valores de los atributos estan repartidos de forma aproximadamente azarosa
en instancias con distintas etiquetas de clase. Determinar cuéles son las
caracteristicas que no aportan informacion util a la clasificacion es un problema
complejo, que se puede realizar de forma empirica por prueba y error, o utilizar
ciertos algoritmos automéaticos que miden la relacion entre los atributos y
seleccionan | os mejores. Este probl ema
y Elisseeff, 2003] [James et al., 2013] (seleccion de caracteristicas). Se busca
encontrar un subconjunto de atributos mas relevantes y menos redundantes
posibles. Ademas, de mejorar la calidad de la clasificacion, la seleccion de
caracteristicas provee otras ventajas: simplifica los modelos con los que se trabaja
facilitando su interpretacion, disminuye el tiempo de entrenamiento y mejora la
generalizacion, evitando el sobreajuste. Generalmente la seleccion de
caracteristicas realiza medidas sobre los valores de los atributos, y asi, obtener
medias y varianzas para determinar el grado de correlacion entre los distintos
atributos, y asi determinar aquellos irrelevantes o redundantes.

La seleccion de caracteristicas posee dos etapas fundamentales. La evaluacion es
la etapa en la cual los atributos son evaluados de acuerdo a sus caracteristicas y
valores, siguiendo algun tipo de criterio cédmo la correlacién entre ellos, la relacién
con los valores de clase, o la maximizaciéon (0 minimizacién) de cierta métrica,
utilizando un esquema de aprendizaje. La otra etapa es la de busqueda, y su
objetivo es ir comparando los subconjuntos de atributos obtenidos en la etapa
anterior para encontrar el mejor. Existen varios algoritmos que implementan de
distinta manera las dos etapas por separado. Cada uno sigue criterios diferentes y
posee ventajas y desventajas asociadas.

2.1.6. Clasificadores

La clasificacién es una de las dos técnicas que caben dentro de la categoria de
aprendizaje automatico supervisado [Nasa y Suman, 2012] [Kotsiantis, 2007]. Difiere
de la regresion, dado que la salida de la funcion consiste en un conjunto de valores
finito, conocidos como etiquetas de clase. Como ya se explicO anteriormente, la
clasificacion utiliza los datos de entrenamiento para generalizar una funcién que
clasifigue lo mejor posible los datos de testeo.

Previa a la clasificacion deben tomarse ciertas consideraciones importantes.
Primero se debe determinar el tipo de los datos de entrenamiento (si van a ser
numericos, palabras, etc.), la manera de obtenerlos de la fuente de datos a analizar
y las etiguetas de clase que se utilizaran. Ademas, se debe obtener un gran
conjunto de datos para no sesgar ninguno de los experimentos a realizar durante la
clasificacion, aunque esto debe ir variando para evitar el sub y el
sobreentrenamiento. Como siguiente paso, debe determinarse la forma en que los
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datos se ingresan como entrada a la clasificacion (esto abarca a todos los datos:
entrenamiento y testeo).

Comunmente se utiliza un vector de caracteristicas junto a la etiqueta de clase
correspondiente a cada ejemplo. De esta forma se crea un dataset descrito en la
seccidon anterior: las caracteristicas (variables predictoras) y la etiqueta de clase
(variable clase) son los atributos, y cada ejemplo, es una instancia diferente del
dataset. A continuacién, se procede a elegir la estructura de la funcion que
generaliza y clasifica los datos, o sea, el clasificador. Existen clasificadores de
distintos tipos, cada cual, con ventajas y desventajas, por lo tanto, es importante
saber analizar y elegir cual es el que mejor se adapta al conjunto de datos.
Finalmente, se pueden configurar pardmetros del clasificador y de la técnica de
validacion, que determina el desempefio de la clasificaciébn, medido por varias
métricas que caracterizan la eficiencia y eficacia de la técnica.

Hay una gran variedad de clasificadores con distintas caracteristicas, que
condicionan distintas etapas de la clasificacién como: la forma de obtener la funcion
clasificadora, el rendimiento de la clasificacion, el tiempo de entrenamiento, el
tratamiento de los valores faltantes, entre otras. Debido a esto, existen varias
categorias que engloban a clasificadores similares entre si [Kotsiantis, 2007].

A continuacion, se explican los clasificadores mas conocidos, junto con una breve
introduccion de la categoria a la que pertenecen.

Naive Bayes:
Consiste en un clasificador bayesiano, lo cual implica que el modelo de clasificacién

se basa en la teoria de Bayes [Nasa y Suman, 2012] [Rennie et al., 2003] [Rish,
2001] [Kotsiantis, 2007]. Para estructurar los datos, se crea una red bayesiana, el
cual es un grafo aciclico donde cada nodo representa una variable y cada arco una
dependencia probabilistica. La construccion de este grafo posee dos etapas:
aprendizaje estructural, donde se crea la topologia del grafo que representa las
relaciones de dependencia e interdependencia, y aprendizaje paramétrico, donde se
obtienen las probabilidades a priori y condicionales.

Este clasificador se |l ama #fAnaiveo (i
simplificadoras para disminuir la cantidad ingente de parametros en un modelo
bayesiano clasico. Se supone que las variables predictoras son independientes
entre si, dada la variable clase. Por ejemplo, para considerar que un objeto es una
manzana se espera que, sea roja, redonda y de alrededor 7 cm. Dado un
clasificador de este tipo, que la manzana sea roja, es independiente de que sea
redonda, y asi, para la ausencia o presencia de todas las demas caracteristicas.
Este tipo de clasificador posee la ventaja de requerir poco entrenamiento para
estimar los pocos parametros que se necesitan (medias y varianzas de las
variables) para clasificar.

Finalmente, el modelo de probabilidades en forma de grafo se combina con una
regla de decision que recoge la hipo6tesis del mas probable (conocido como el
maximo a posteriori 0 MAP), que decide la clase de las instancias de testeo. Esta
regla es importante ya que decide la clase mas probable dada una instancia de
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testeo, y tiene la ventaja de que lo puede hacer de manera correcta mas alla de que
las estimaciones de probabilidad de las clases no sean del todo exactas.

J48:

Es una implementacion de un clasificador basado en modelos de &rbol [Salzberg,
1994] [James et al., 2013] [Kotsiantis, 2007]. Se crea un grafo con forma de &rbol en
el cual las hojas representan a las etiquetas de clase, y las ramas representan las
conjunciones de las caracteristicas que conducen a las etiqguetas de clase. El
objetivo es crear un arbol de decision minimo que, mediante la estructura de arbol,
representa una hipotesis acerca de como clasificar futuros ejemplos. La creacion del
arbol minimo es un problema de optimizacion NP-Hard, por lo tanto, se utiliza un
método top-down que divide y conquista para realizar una busqueda codiciosa
(greedy) y obtener un arbol de decision minimo optimal. Este algoritmo selecciona
una caracteristica que genera subconjuntos de ejemplos similares en una clase, y
asi recursivamente, hasta que los ejemplos de los subconjuntos son todos de la
misma clase o que la divisibn en nuevos subconjuntos no aporta ganancia de
informacion. En tal caso el subconjunto se vuelve un nodo hoja del arbol.

El clasificador J48 es una implementacion del algoritmo de arbol de decision C4.5, el
cual, a su vez, es una extension del algoritmo ID3. En el caso del algoritmo C4.5, en
cada nodo se utiliza la medida de ganancia de informacién que compara la entropia
actual contra la entropia de realizar distintas divisiones dados diferentes atributos.
La divisibn que menos entropia da y, por ende, aporta mayor ganancia de
informacion es la que se utiliza para dividir el nodo en nuevos subconjuntos. La
entropia es una medida de la incertidumbre de una coleccion de ejemplos. Dada la
coleccién de ejemplos S, la entropia para una clasificacién binaria como en Link
Prediction es: Entropia (S) = - p1*logzp1 - po*logzpo siendo poy p:1 las fracciones de
ejemplos de cada clase.

Las ventajas de este tipo de algoritmo es que el arbol es facil de interpretar y se
pueden derivar reglas del mismo. Las desventajas son: el elevado tiempo de
entrenamiento, un documento solo puede pertenecer a una rama a la vez, un error
en una rama afecta a todo el subarbol inferior, y que puede sufrir de sobreajuste,
Como el modelo no puede generalizar correctamente las clases, los datos de testeo
se clasifican peor.

Random Forest

Se trata de un clasificador basado en bagging y modelos de éarbol [Ho, 1995].
Bagging, también conocido como empaquetado en espafiol, es un meta algoritmo
de aprendizaje automatico disefiado para mejorar la estabilidad y precision de otros
algoritmos de aprendizaje automatico usados en clasificacion o regresion. Con el
empaquetado se obtiene una mayor cantidad de conjuntos de entrenamiento,
mediante muestreo uniforme y reemplazo a partir del conjunto original, lo cual crea
multiples modelos de clasificacion similares que existen a la vez. El objetivo es
obtener y promediar multiples modelos ruidosos, pero aproximadamente imparciales
y, por lo tanto, reducir la varianza y evitar el sobreajuste. A la hora de clasificar un
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ejemplo de testeo, el empaquetado obtiene los resultados de las distintas
clasificaciones de sus modelos internos, y mediante votacion, decide la clase final
del ejemplo. Debido a todo lo anteriormente explicado, esta técnica puede ser
utilizada con cualquier tipo de algoritmo clasificador como modelo interno y el
bagging solo se encargara de la creacion de los multiples modelos de entrenamiento
y de la votacion para clasificar.

En el caso de Random Forest, es una combinacion de arboles predictores tal que
cada arbol depende de los valores de un vector aleatorio probado
independientemente y con la misma distribucion para cada uno. Es una modificacion
de bagging que construye un gran conjunto de clasificadores basados en arboles no
correlacionados y luego los promedia.

Posee varias ventajas entre las cuales se encuentran: ser uno de los clasificadores
mas certeros existentes si se utiliza un set de datos suficientemente grande, poseer
buena eficiencia, estimar las variables importantes en la clasificacion, estimar datos
perdidos, detectar relaciones entre variables y la clasificacion, entre otras. Como
desventajas de este algoritmo, puede ocurrir que haya casos en los cuales, exista
sobreajuste con datos muy ruidosos, se de ventaja a los grupos mas pequefios de
atributos, y que el modelo de clasificacion es dificil de interpretar por el hombre.

IBK

Es un clasificador de tipo iAlazy | earn
[Kotsiantis, 2007]. Este tipo de clasificadores no construyen una representacion
explicita del conocimiento adquirido, sino que confian en las etiquetas de los
ejemplos de entrenamiento similares a los ejemplos de testeo. La funcién solo se
aproxima localmente y la mayor parte del procesamiento se realiza en la etapa de
clasificacion. La similaridad entre ejemplos se mide en relacion a la distancia de los
pesos.

IBK es una implementacion del algoritmo clasificador K-NN (K-vecinos mas
cercanos). K-NN es un método no paramétrico que estima el valor de la funcién de
densidad de probabilidad o la probabilidad a posteriori de que un ejemplo
pertenezca a alguna de las clases. El modelo de clasificacion consiste de un
espacio p-dimensional donde p es la cantidad de variables predictoras. Los
ejemplos de entrenamiento son considerados vectores caracteristicos en este
espacio multidimensional, y los valores de cada caracteristica, determinan la
ubicacion del ejemplo en el espacio. En la etapa de aprendizaje s6lo se almacenan
los vectores -caracteristicos y las etiquetas de clase de los ejemplos de
entrenamiento. En cambio, en la etapa de clasificacion, a cada ejemplo de testeo
(que también se representan mediante vectores caracteristicos), se les calcula la
distancia euclidea contra los vectores almacenados, y se toman en cuenta los k
vecinos mas cercanos. Cada ejemplo es clasificado de acuerdo a la etiqueta de
clase mas repetida entre sus k vecinos mas cercanos. Debido a esto, el k debe ser
determinado experimentalmente, ya que para cada dataset Unico, el k que mejor
clasifica es diferente, y en un principio, desconocido. Un k mas grande tiende a
reducir el efecto del ruido en la clasificacién, pero crea limites entre clases
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parecidas.

Este clasificador posee la ventaja de un entrenamiento simple y de no necesitar
mucha cantidad de ejemplos para ser efectivo. Como desventajas se pueden
enumerar que: la etapa de clasificacion requiere mucho procesamiento,
caracteristicas que no son relevantes pueden atenuar el efecto de las caracteristicas
que si son relevantes para la clasificacion y que el K debe seleccionarse
experimentalmente.

SMO

Es un clasificador lineal [Platt, 1998] [Nasa y Suman, 2012] [Kotsiantis, 2007]. Se
utiliza la combinacion lineal de las caracteristicas de un objeto para realizar la
clasificacion. Los ejemplos de entrenamiento son interpretados como vectores p-
dimensionales donde cada variable predictora ubica al ejemplo cobmo un punto en el
espacio, y la variable de clase, indica la clase del punto. Por ser lineal, el clasificador
busca un hiperplano que separe de forma éptima a los puntos de una clase de la
otra. Para una oOptima clasificacion, el hiperplano debe tener la distancia maxima
(margen) a los puntos de cada clase mas cercanos a él mismo. Asi, los puntos de
cada clase quedan en lados distintos del hiperplano. A los vectores formado por los
puntos mas cercanos al hiperplano se los conoce como vectores de soporte.

Las maquinas de vectores de soporte (SVMs) son clasificadores lineales que
buscan calcular los vectores de soporte durante el entrenamiento, para obtener el
hiperplano y realizar una efectiva clasificacion. Como tal, el problema del célculo de
vectores de soporte, es un problema de optimizacién ya que se busca que los
mismos posean margen maximo. Para que las SVMs se usen en casos reales,
donde la curva de separacién entre ejemplos tiende a no ser lineal, se utiliza una
funcién kernel. Esta se encarga de proyectar los ejemplos que no son separables
linealmente, a un espacio de mayor dimension, donde si son separables linealmente
y el criterio de las SVMs es aplicable.

SMO es un algoritmo para resolver el problema de programacion cuadratica que
surge al entrenar una SVM. Se divide el problema de optimizacion en subproblemas
mas pequeios de optimizacion, y asi recursivamente.

ZeroR

Es el método de clasificacidbn mas simple que solo se basa en la variable de clase e
ignora las variables predictoras [Nasa y Suman, 2012]. Simplemente predice la
clase que es mayoria, y debido a esto, no posee poder predictivo. Su utilidad es
marcar un punto de partida para el desempefio de los demas clasificadores. Es el
método mas impreciso de clasificacion, y si una clasificacion mediante otro método
posee un rendimiento aun peor, entonces ese método es totalmente inutil. El
funcionamiento es simple, se cuentan la cantidad de ocurrencias de cada clase en el
entrenamiento. En la clasificacion todos los ejemplos pertenecen a la clase que
poseia mas ocurrencias en el entrenamiento.
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Existen diversas técnicas de tratamiento de los datos para su uso y validacion. Cada
una es utilizada con fines distintos y poseen distintas caracteristicas que deben ser
tenidas en cuenta.

Para poder construir un clasificador a partir de un determinado algoritmo, es
necesario disponer de una determinada cantidad de instancias. De esta forma, el
clasificador puede fAapr ender gartirade losldatesiyd i c ar
cargados. Pero para poder evaluar su funcionamiento, también es necesario
disponer de datos que seran utilizados como prueba, con el fin de validar el
clasificador y poner en numeros sus clasificaciones.

En algunos casos se disponen de datos especificamente pensados para la
evaluacion de un clasificador, pero cuando no se tiene esta informacién se deben
aplicar algunas técnicas que permiten entrenar y evaluar un clasificador a partir de
un unico conjunto de datos. Segun [Novak y Novotny, 2010] y [Refaeilzadeh et al.,
2008], es posible llevar adelante este proceso a través de dos técnicas conocidas:
Holdout (Percentage Split) y K-Fold Cross Validation.

Percentage Split, o en espafol Adi visi-n
consiste en dividir aleatoria y porcentualmente el conjunto de datos en dos
subconjuntos complementarios, de forma que pueda realizarse el analisis a partir de
uno de ellos (datos de entrenamiento), y validar dicho andlisis a partir del otro
subconjunto (datos de prueba). Por lo general, se suele utilizar el subconjunto mas
grande para el entrenamiento, dejando un pequefio porcentaje de los datos para la
evaluacion.

Este método es muy rapido computacionalmente, pero no es demasiado preciso.
Debido a que, la funcion de aproximacién se ajusta al conjunto de datos destinados
para entrenamiento, existe una variacion de resultados obtenidos para diferentes
datos de entrenamiento. La evaluacion por su parte, puede depender en gran
medida de cémo es la division entre los datos de entrenamiento y de prueba, por lo
gue, los resultados de la misma pueden ser significativamente diferentes
dependiendo de como se realice esta division.

Para evitar la dependencia de los resultados sobre la division de los datos, se puede
utilizar la técnica de validacion cruzada (cross-validation en inglés). La misma
garantiza que la evaluacion de los resultados es independiente de la particion entre
datos de entrenamiento y prueba. La validacion cruzada consiste en entrenar y
evaluar los clasificadores realizando diferentes particiones sobre el conjunto de
datos. Resulta atil para entornos donde el objetivo principal es la prediccion, y se
guiere estimar qué tan preciso es un modelo que se llevara a cabo a la practica.
Existen diferentes tipos de validaciones cruzadas. Los mas populares son la
validacion cruzada de K iteraciones, la validacion cruzada aleatoria y la validacion
cruzada dejando uno fuera.

En la validacion cruzada de K iteraciones, también conocida como K-fold cross-
validation en inglés, los datos se dividen en K subconjuntos. Uno de los
subconjuntos es utilizado como datos de prueba, mientras que el K-1 restante de los
subconjuntos se utiliza para entrenamiento. Este proceso se repite durante K
iteraciones, alternando con cada uno de los subconjuntos de prueba posible.
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Finalmente, para obtener un Unico resultado, se realiza la media aritmética de los
resultados de cada iteracion. Si bien este método es sumamente preciso, puede
resultar lento desde el punto de vista computacional, dependiendo de la cantidad de
datos que se disponen y de la cantidad de iteraciones a realizar. EI niumero de
iteraciones mas conveniente depende del tamafio del conjunto de datos, pero en la
practica suele utilizarse la validacion cruzada de 10 iteraciones, conocido como 10-
fold cross-validation. Como ejemplo, la Figura 2 muestra una validacion cruzada con
K = 4, donde se observan 4 iteraciones, en las cuales van variando los datos de
prueba que se seleccionan.

(———{ Datos de entrenamiento }———)
[ Iteracién 1 H 000@*“"."‘.”“'

Iteracién 2 [~ “"“"““"
2000000000~ 100000

0200000000000000 = |

-
1 Total de dates - -

Figura 2 - Validacion cruzada con 4-folds

La validacién cruzada aleatoria consiste en dividir aleatoriamente el conjunto de
datos de entrenamiento y de prueba. En cada division, se ajusta la funcion de
aproximacion a partir del conjunto de datos de entrenamiento, y se calcula los
valores de salida para el conjunto de datos de prueba. El resultado final se calcula a
partir de la media aritmética de cada uno de los valores obtenidos en las diferentes
divisiones. A diferencia de la validacion cruzada de K iteraciones, en este caso la
division de datos de entrenamiento y prueba no depende del nimero de iteraciones,
pero estos subconjuntos se pueden solapar. Esto se debe a que, hay algunas
muestras que quedan sin evaluar y otras que se evalian mas de una vez. En la
Figura 3 se puede observar lo anteriormente dicho de forma gréfica.
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Figura 3 - Validacion cruzada aleatoria

La validacién cruzada dejando uno fuera por su parte, implica separar los datos para
cada iteracion, considerando una sola muestra para los datos de prueba, y
utilizando todo el resto de los datos como entrenamiento, como se visualiza en la
Figura 4. La ventaja de este tipo de validacién cruzada es que el error es muy bajo.
Sin embargo, el costo computacional que implica es considerablemente elevado, ya
gue es necesario realizar una gran cantidad de iteraciones (tantas como N muestras
se tengan), y analizar para cada una los datos de entrenamiento y de prueba.

| Datos de entrenamiento |
1
5000000000000000000000
o[100000000000000000000
teracien 3| — 09D 900000000000000000

oooocnoooooooooooooo=

e L.
<€ { Total de datos } >

Figura 4 - Validacion cruzada dejando uno fuera

En resumen, las técnicas de validacion cruzada son mas adecuadas a la hora de
estimar la precision de los modelos cuando el objetivo principal es la prediccion,
pero implican un costo computacional mucho mayor que la técnica de divisién
porcentual.
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2.1.7. Métricas

Es importante conocer el desempefio de un clasificador y poder plasmarlo en
unidades numéricas de distintas métricas, que miden diferentes caracteristicas de
una clasificacion. Estas métricas permiten medir de cierta manera, caracteristicas
generales y comunes a cualquier clasificacion, permitiendo realizar una
comparacion objetiva entre distintos experimentos, sin importar el clasificador, el
dataset ni la forma de validacién de los datos que se haya usado en cada uno. De
esta forma, se pueden realizar ciertos ajustes a la hora de la experimentacion y
esperar que al configurar de distinta manera ciertos parametros, el cambio se refleje
en las distintas métricas, ya sea de forma positiva 0 negativa. [Nasa y Suman, 2012]
Como se explico anteriormente, el resultado de un clasificador puede ser un nimero
real (valor continuo), o puede ser un resultado discreto como, por ejemplo, una
etiqueta que indica una de las clases. El problema particular de la prediccion de
enlaces, es un caso de prediccion de clases binario, donde los resultados se
etiquetan como positivos 0 como negativos, segun la existencia o no de un enlace
entre cada par de nodos.

Algunas métricas basicas son descritas en [Nasa y Suman, 2012] y [Fawcett, 2006].
Estas permiten llevar a cabo diferentes analisis de los resultados, por lo que, es
importante entender qué representan sus valores. A continuacion, se detallan las
mAas importantes que seran tenidas en cuenta en este trabajo.

Matriz de Confusién

En estos tipos de clasificadores binarios, existen cuatro posibles resultados. Cuando
la prediccién del clasificador es positiva, y el valor real también lo es, se dice que el
resultado es un Verdadero Positivo. En cambio, si el valor real es negativo, se
conoce como Falso Positivo. Del mismo modo, cuando tanto la prediccion y el valor
real son negativos, se tiene un Verdadero Negativo, mientras que, si el valor real es
positivo, entonces el resultado se conoce como Falso Negativo.

Estos resultados pueden ser representados mediante una herramienta llamada
matriz de confusion, la cual facilita la visualizacion del desempeiio del algoritmo de
aprendizaje supervisado. En la misma, cada columna representa a las predicciones
de cada clase, mientras que cada fila representa los valores reales de la clase. Esta
distribucion no es estricta, por lo que, se pueden encontrar matrices donde las
columnas y las filas son dispuestas de forma inversa a lo mencionado. Un ejemplo
de matriz de confusién que refleje los resultados de una clasificacion binaria se
visualiza en la Tabla 1.

Valor predicho

Negativo

Valor en la Verdaderos Positivos Falsos Negativos
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realidad Negativo Falsos Positivos Verdaderos Negativos

Tabla 1 - Matriz de confusidn para clasificacion binaria

A partir de estos resultados, es posible calcular diferentes métricas que permitan
evaluar el desempefio del clasificador en distintos aspectos.

Precision y Recall

La precision de un clasificador consiste en el porcentaje de aciertos respecto del
total de instancias que se clasificaron como positivas. En la prediccion de enlaces,
puede verse como la fraccién de enlaces predichos correctamente sobre el total de
predicciones que arrojaron la existencia del enlace como resultado, incluyendo
también aquellas cuyo valor real es la inexistencia del enlace. Esta métrica puede
calcularse a partir de los valores de la matriz mediante la siguiente formula:

Precision = Verdaderos Positivos / (Verdaderos Positivos + Falsos Positivos)

Notese que en esta métrica no se consideran aquellos enlaces reales que no fueron
predichos como tal (Falsos Negativos), por lo que, realizar predicciones incorrectas
sobre enlaces reales no afecta al resultado de la misma.

El recall, también conocido como sensibilidad, es el porcentaje de aciertos respecto
del total de instancias positivas reales que se clasificaron. En este caso, la fraccion
consiste en los enlaces predichos de forma correcta, sobre el total de enlaces reales
existentes dentro del conjunto de instancias que se busca clasificar. Esta métrica se
calcula de la siguiente manera:

Recall = Verdaderos Positivos / (Verdaderos Positivos + Falsos Negativos)

Mi entras gue | a preci si - -n responde a | a P
predicciones de enlaces fueron correctas?o,
porcentaje de | os enlaces reales se predijel

ser vista como una medida de exactitud o calidad, mientras que el recall es una

medida de completitud o cantidad.

Estas dos métricas ayudan a evaluar el desempefio de un clasificador con respecto

a la prediccion de enlaces. Sin embargo, con lo mencionado hasta el momento,

ninguna de ellas considera el desempefio con respecto a la prediccion para aquellos

pares de nodos que no son enlace. Para ello, es posible calcular de forma analoga

las mismas métricas, considerando los enlaces negativos en lugar de los positivos.

De esta forma, ambas métricas pueden evaluar el desempefio de la prediccion de

losino enl aceso, a trav®s de | os siguientes ¢

Precision = Verdaderos Negativos / (Verdaderos Negativos + Falsos Negativos)
Recall = Verdaderos Negativos / (Verdaderos Negativos + Falsos Positivos)
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F-Measure

Una forma de combinar ambas métricas, es a través de la media armoénica de

ambos valores, conocido como F-Measure. Esta es una medida de exactitud de una

prueba, que se puede calcular para cada clase de un clasificador binario. Como en

la prediccién de enlaces las clases corresponden a si existe enlace o no, el F-

measure puede considerarse como positivo y negativo respectivamente. La férmula

no varia, sélo cambia que se utiliza la precision y recall de cada clase.

La métrica F-Measure tradicional o balanceada s e conoca&coomo, iBe ba
en los valores de precision y recall de una determinada clase, y se calcula de la

siguiente manera:

1 precision - recall
F,=2. =2- —
1 1 precision + recall
recall precision

Promedio ponderado

Si bien los valores de precision y recall se calculan para uno de los valores
(positivos 0 negativos), también se puede calcular un promedio ponderado de
ambas m®tricas, conocido como AWeighted Aver
El promedio ponderado en general, es una medida mas exacta para obtener
resultados de diversos datos con diferentes grados de importancia. En el caso de
los clasificadores binarios, este valor se calcula a partir de ponderar las métricas
obtenidas para cada clase, respecto del total de instancias de esa clase en el
conjunto de instancias de prueba. El céalculo consiste en multiplicar las métricas
obtenidas para ambas clases por la cantidad de instancias de la clase
correspondiente en el conjunto de prueba, sumar ambos valores y dividir el total de
instancias de prueba por dicho valor.

Este promedio es util para analizar los resultados de métricas como la precision y el
recall, de tal forma que se consideren los resultados para cada clase ponderados
por la cantidad de instancias incluidas en la evaluacion, de forma que se obtenga
una métrica de desempefio del clasificador mas general. De todas formas, se debe
considerar que con este promedio no se esta midiendo la precision ni el recall para
la prediccion de enlaces propiamente dicho, sino que se considera el desempefio de
la prediccion tanto para existencia como para la ausencia de enlaces.

Curva ROC

Debido a que, todas estas métricas consisten en diferentes calculos a partir de los

valores de la matriz de confusion, es esta ultima herramienta la que contiene mayor

informacion para analizar el desempefio general del clasificador. De todas formas,

existe una forma mas genérica para analizar el desempefio y es a través de lo que

se llama Curva ROC.

Las sigl as ROC provienen del acr - ni mo N Re
(Caracteristica Operativa del Receptor), y consiste en una representacion grafica de

la Razon de Verdaderos Positivos (VPR) frente a la Razén de Falsos Positivos
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(FPR). La VPR mide hasta qué punto un clasificador es capaz de detectar los casos
positivos correctamente, de entre todos los casos positivos de la prueba, es
equivalente a la sensibilidad y se representa en el eje Y, mientras que la FPR define
cuantos resultados positivos son incorrectos, de entre todos los casos negativos
disponibles durante la prueba, es igual a 1-especificidad, y se representa sobre el
eje X. Cada resultado de prediccion o instancia de la matriz de confusion,
representa un punto en el espacio ROC. Gréficamente posee la forma que se
observa en la Figura 5.

100%

80% A yd

60%

40%

True Positive Rate (Sensitivity)

20% A |

0%

0% 20% 40% 60% 80% 100%
False Positive Rate (1-Specificity)

Figura 5 - Curva ROC

El punto situado en la esquina superior izquierda del espacio ROC, es llamado
clasificacion perfecta, ya que representa al mejor método posible de prediccion, con
un 100% de sensibilidad y especificidad (ningun falso negativo ni falso positivo). Una
linea diagonal desde el extremo inferior izquierdo hasta el superior derecho por su
parte, representa a una clasificacion totalmente aleatoria, y es conocida como la
linea de no-discriminacion. Esta diagonal divide el espacio de forma tal que los
puntos por encima de la diagonal representan buenos resultados de clasificacion
(mejor que el azar), y los puntos por debajo los resultados pobres. De todas formas,
si la salida de un predictor es sumamente pobre, podria ser invertida para conseguir
un buen predictor, por lo que, en definitiva, los peores resultados son los que arrojan
curvas mas cercanas a la diagonal.

El analisis de la curva ROC ayuda a seleccionar los modelos posiblemente 6ptimos
y descartar los subdptimos, independientemente de la distribucién de las clases en
la poblacién. Esta ultima caracteristica hace que la curva ROC sea de suma utilidad
en el analisis de desempeiio de un clasificador para la prediccion de enlaces, ya
gue, en la mayoria de las redes, las clases suelen estar distribuidas de forma
desigual, con un alto porcentaje de pares de nodos negativos, y un pequefio
porcentaje de instancias positivas.

Area bajo la curva ROC
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A partir de la curva ROC, se puede generar un indicador muy utilizado en la

comunidad de aprendizaje para la comparaciéon de modelos llamado area bajo la

curva ROC, o tambi ®1 conoci daoas comoi MAIUECD de !
Under Curveo. Este 2ndice se puede interpre
clasificador ordenara o puntuara una instancia positiva elegida aleatoriamente mas

alta que una negativa. Debido a que, esta métrica engloba el desempefio del

clasificador tanto para los casos positivos como los casos negativos, y a su vez es
independiente de la distribucion de clases en la poblacion, es posible utilizar su valor

para realizar comparaciones generales entre diferentes clasificadores y determinar

cual modelo obtuvo efectivamente mejores resultados.

Otras métricas

Existe una gran variedad de métricas ademas de las ya mencionadas, que permiten
evaluar diferentes aspectos de una clasificacion. Algunas de las mas destacadas
son el Coeficiente Kappa, la Media de error absoluto, la Raiz del error cuadratico
medio, el Error absoluto relativo y la Raiz del error cuadratico relativo.

Kappa es una medida que refleja el acuerdo entre las clasificaciones y los valores
reales de las clases. En una evaluacion de un clasificador, se pueden ver las
predicciones y los valores reales como dos observaciones. De esta forma, la métrica
se calcula tomando el acuerdo observado menos el acuerdo esperado por el azar, y
dividiendo dicho resultado por el maximo acuerdo posible. La ecuacion es la
siguiente:

~ Pr(a) —Pr(e)
~ 1-Pr(e)

Donde Pr(a) es el acuerdo observado relativo entre los observadores y Pr(e) es la
probabilidad hipotética de acuerdo por azar. Si los evaluadores estan
completamente de acuerdo (las clasificaciones y los valores reales coinciden),
entonces K serd igual a 1, mientras que, si no hay acuerdo entre los clasificadores
distinto al que cabria esperar por azar (definido por Pr(e)), entonces K sera igual a
0.

Las demas métricas mencionadas estan relacionadas con un concepto llamado
Acorrelaci - -no. Este indica que tan relacion:
con el simbolo Theta), y los valores estimados al usar algun algoritmo (representado
como Theta con circunflejo). Los valores posibles de correlacion van desde -1 hasta
1, donde O significa que no hay relacion, 1 implica una relacion muy fuerte, y -1 es
una relacion linealmente inversa.

Las ecuaciones de las métricas de correlacion son las siguientes:

0 Media de error absoluto:

1.
1;1"' == i — Uy
ISE = — ZI: 8, — 6;|
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0 Raiz del error cuadratico medio:
1 . 2
RMSE= |+ Z (ei _ e,:)
i=1
0 Error absoluto relativo:
N . a
A - S 10— 6
y = N =
> i1 10— 8y
0 Raiz del error cuadratico relativo:

RRSE =

Todas estas estadisticas comparan a los valores reales con sus estimaciones, pero
de una forma ligeramente diferente. Indican cuan alejados estan los valores
estimados del valor real de Theta. En algunos casos se utiliza la raiz cuadrada y en
otros el valor absoluto debido a que, cuando se hace uso de la raiz cuadrada, los
valores extremos tienen mas influencia en el resultado.

En MSE y RMSE, se mira la diferencia promedio entre ambos valores, y deben ser
interpretados en comparacion con la escala de la variable. Por ejemplo, un MSE de
1 punto indica una diferencia de 1 entre Theta y Theta circunfleja.

En RAE y RRSE, se dividen dichas diferencias por la variacion de Theta para que
tengan una escala de 0 a 1, y al multiplicar este valor por 100 se obtiene la similitud
en una escala de 0 a 100 (porcentual). Los valores de los nhumeradores en ambas
ecuaciones indican cuanto difiere Theta de su valor medio. Estas dos estadisticas
arrojan resultados relacionados con la escala de Theta, y es por este motivo que,
son ||l amadas #fArel ativaso.

2.2. Trabajos relacionados

La prediccion de enlaces en redes sociales ha sido un problema estudiado por
muchos investigadores en los ultimos afos, dado el auge de las redes y de la gran
utilidad asociada al procesamiento de los datos que fluyen en las mismas, como se
explico anteriormente. Existen muchas investigaciones en las que se han utilizado
multiples enfoques para atacar el problema de la prediccion de enlaces. Este trabajo
utiliz6 como fuente principal de informacién cuatro publicaciones distintas, que
encaran el problema de la prediccion de enlaces desde distintos puntos de vista,
pero sin alejarse tanto del enfoque propuesto para esta investigacion.
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ALIi nk Prediction i n SobthetAalt ON g tWaonrgk sstunaahle. , S t2
investigacion que se centra en analizar el estado del arte en lo que a prediccion de
enlaces se refiere. Se analizan varias problematicas relacionadas, distintas técnicas
para resolverlas y varias aplicaciones posibles en el mundo real.
El trabajo enuncia los desafios inherentes a la hora de analizar las redes sociales,
dinamismo e incompletitud, y la importancia de la predicciébn de enlaces para
conocer la evolucion futura de una red social. Por ejemplo, esta técnica es til para
sistemas de recomendacion, como puede ser recomendar nuevos amigos en redes
sociales, o productos a comprar, en una pagina de venta online. Sirve para
encontrar enlaces ocultos en una red conocida de forma parcial, o hasta es aplicable
en bioinformatica y biotecnologia, en redes de expresiones de genes o de relaciones
entre proteinas. A su vez, se realiza un analisis de las investigaciones realizadas en
los ultimos afios.

Se visualiza y explica el framework general para predecir enlaces, donde se
compara, mediante médulos, los distintos enfoques para resolver este tipo de
problemas. De manera similar, se relacionan las distintas técnicas de prediccion,
agrupadas en categorias, junto a las distintas técnicas de aprendizaje, a su vez
relacionadas con los distintos tipos de problemas que engloba esta tematica.

Se realiza un repaso breve sobre las posibles técnicas que pueden ser utilizadas a
la hora de predecir enlaces, agrupandolas en cuatro categorias diferentes:

0 Métricas basadas en nodos, las cuales utilizan la informacién individual de
cada nodo, y supone que, cuanto mas similar sea el par, mas probable es
gue exista enlace.

Métricas topoldgicas, que aprovechan la estructura de grafo mediante la cual
se representan las redes, a su vez divididas en métricas basadas en vecinos,
en caminos, y en caminos aleatorios.

Métricas basadas en redes sociales, que utilizan conceptos como homofilia,
balance estructural, lazos fuertes o débiles, entre otros.

Métodos basados en aprendizaje: basados en las métricas basicas
anteriores, pueden tratarse de clasificadores basados en caracteristicas,
modelos de grafo probabilisticos o matrices de factorizacion.

O«

O«

O«

A su vez existen varias categorias de problemas dentro de esta teméatica. La
prediccion de enlaces temporal busca predecir enlaces que existan en algun
momento determinado. La prediccién en redes heterogéneas tiene en cuenta que
pueden existir varios tipos de nodos y enlaces, por lo tanto, se toman diferentes
consideraciones que dependen del tipo de nodo o enlace que se analice. La
prediccion con enlaces activos e inactivos, considera que el momento de la creacion
de un enlace es importante, y cuanto mas jovenes son, mas influencian el futuro de
la red. En la prediccién en redes de dos vias existen dos tipos de nodos que se
relacionan de manera indiferente, por ejemplo, personas y productos en sitios de
compra-venta online. La prediccion para enlaces que desaparecen, considera que,
no solo en la evolucién de la red pueden aparecer nuevos enlaces, sino que pueden
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desaparecer los existentes. Y finalmente, tener en cuenta la escalabilidad de las
técnicas es un problema en si mismo, debido a que, las redes pueden llegar a
poseer miles de millones de nodos, lo cual limita y/o modifica las técnicas a utilizar.
El trabajo realiza un andlisis de las aplicaciones posibles de la prediccion de
enlaces, entre las que se encuentran recomendacion en redes sociales, prediccion
de relaciones reciprocas, completitud de una red, entre otras. Ademas, se describen
varios grupos activos de investigacion y los futuros desafios que deben ser
abordados por la prediccidon de enlaces.

Este paper ha sido de gran ayuda para determinar el contexto general de la tematica
y situar este trabajo en el universo de la prediccion de enlaces.

AExpl oiting Pl ace FoaantLecatiensh aisre dL iSrokc i Rarl e
[Scellato et al., 2011]. En este estudio realizado en la Universidad de Cambridge, se
utilizaron técnicas de aprendizaje supervisado para resolver el problema de
prediccion de enlaces. La particularidad del mismo consiste en que, ademas de
incluir caracteristicas sociales de la red para el entrenamiento, se tuvieron en cuenta
también caracteristicas basadas en las ubicaciones registradas por los usuarios.

La informacion utilizada para sus analisis fue extraida de una red social llamada

Niead two 1

AGowal | af, |l anzada en 2007 y cerrada en 201

posibilidad de agregar amigos y compartir con estos los lugares en los cuales
habian estado.

Se llevd a cabo la recoleccién de una gran cantidad de informacion de esta red,
durante diferentes instantes en su evolucién, con datos sobre lugares, usuarios, sus
amigos y las ubicaciones registradas. A partir de analizar como las nuevas
amistades son creadas a través del tiempo, se encontraron que alrededor de un
30% de los nuevos enlaces fueron entre personas que registraron una misma
ubicacion, reflejando la importancia de esta caracteristica en la prediccion de
enlaces.

Se detectd que, al considerar los pares de usuarios en su totalidad, la distribucion
de clases resulta extremadamente sesgada. Esto a su vez implica que se intentaran
predecir enlaces que probablemente nunca creen un vinculo entre si. Por lo tanto,
se decidié considerar Unicamente aquellos pares que son amigos-de-amigos Yy
amigos-de-lugares como dos conjuntos distintos, reduciendo 15 veces el total de
pares de nodos, y pudiendo predecir aun asi dos tercios de los nuevos enlaces. El
primer conjunto comprende simplemente a aquellos con cuales comparte al menos
una amistad sin estar conectados directamente. El segundo conjunto en cambio,
corresponde a los usuarios que han registrado al menos un lugar en comun pero no
estan conectados entre si.

Considerando las caracteristicas sociales, basadas en las ubicaciones, y un
conjunto de caracteristicas globales a ambas, se realizaron comparaciones entre las
predicciones realizadas con cada una de ellas en forma individual, y las realizadas a
través de algoritmos de aprendizaje supervisado. Se utilizO6 WEKA para realizar las
evaluaciones, y se considerd la curva ROC como la principal herramienta para
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evaluar el desempefio de las predicciones, siendo la precision y el recall otras
métricas importantes a considerar.

Para cada caracteristica individual, se computaron puntajes de prediccion
correspondientes a cada par de usuarios desconectados, y se ordenaron
numéricamente creando un ranking de candidatos basados en dicho puntaje.

En lo que respecta al aprendizaje supervisado, se utilizaron los siguientes
clasificadores debido a su popularidad, siempre aplicando 10-fold cross validation:
J48, Naive Bayes, Model Tree con regresion lineal en sus hojas, y Random Forest.
Con esta técnica se obtuvieron mejores resultados, siendo Model Tree y Random
Forest los més efectivos de los clasificadores para estos datasets. Esto se debi6 a
gue los mismos son capaces de aprovechar la informacién contenida en las
caracteristicas de las predicciones.

Una particularidad adicional que se analiza en el experimento, es que, con los
métodos de prediccion de enlaces estdndar basados en caracteristicas sociales, es
imposible realizar predicciones para usuarios que todavia no concretaron ninguna
amistad. Sin embargo, con el framework de aprendizaje supervisado descrito en la
investigacion, es posible predecir nuevos vinculos sociales incluso para usuarios
gue todavia no tienen ninguna amistad, siempre que hayan visitado y registrado
lugares.

Al nfl uence based Link Prediction using Super
Esta investigacion esta enfocada en como un nodo de una red influencia a otro, y
cémo puede ser utilizada la influencia para la prediccién de enlaces.

Los estudios fueron realizados sobre la red de un importante sitio de musica llamado
ALast . f mo. Si bien | a misma cuenta con m8s
conjunto de datos a aproximadamente 10.000 usuarios de Espafia y Reino Unido.
En lo que respecta a la informacién disponible sobre los usuarios, los investigadores
contaron con los nombres, edades, domicilios, y datos relacionados con la actividad
como el historial de reproduccién y la lista de amigos.

Se selecciond un conjunto de caracteristicas apropiadas para llevar a cabo las
predicciones a través de diferentes algoritmos de aprendizaje, considerando que
cada observacion representa el vinculo entre un par de nodos. Estas fueron
divididas en tres grupos:

0 Caracteristicas basadas en la influencia: un nodo es influenciado por otro
cuando el primero realiza la misma accién que realizd el segundo en un lapso
corto de tiempo. En esta red en particular, se establecié que la accién de un
usuario consiste en escuchar una pista de masica.

0 Caracteristicas basadas en la similitud: se seleccionaron caracteristicas que
representan la similitud entre usuarios y que han demostrado ser eficientes
en otras investigaciones. Las seleccionadas se basan en la proximidad del
género de la musica que escuchan dos usuarios, y la similitud de los
intereses musicales en sus listas de reproduccion, de su lista de amigos, de
sus albumes y de sus artistas.
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0 Caracteristicas topologicas: estas fueron consideradas como unas de las mas
significantes en la prediccién de enlaces segun otras investigaciones. Para
este estudio se considerd Shortest Path, que indica el camino mas corto entre
un par de nodos.

En cuanto a los algoritmos de aprendizaje automatico para predecir si un par de
usuarios estan conectados o no, se tuvieron en cuenta Kernel SVM, Random Forest,
Gradient Boosted Machines, Logistic Regression y AdaBoost. En lugar de utilizar las
implementaciones de Weka, en este trabajo se utilizaron los paquetes de R para la
construccion de los modelos y sus evaluaciones.

Para evaluar el desempefio de los clasificadores, se consideraron diferentes
métricas como el &rea bajo la curva ROC (AUC), la precision y el recall. También se
tuvo en cuenta F-Measure, que considera las dos ultimas métricas en conjunto.

Los resultados generales de los modelos para esta investigacion fueron buenos,
superando en todos los casos una exactitud por encima del 80%. Una caracteristica
particular es que, debido a la naturaleza de Last.fm donde algunos usuarios pueden
estar conectados por razones que no son capturadas por las caracteristicas (por
ejemplo, por conocidos o compafieros de clase), los modelos arrojan mas falsos
negativos que falsos positivos. Esto se ve reflejado en valores mas altos para la
precision que los valores de recall.

En lo que respecta a la seleccion de las caracteristicas a considerar en los datasets,
se utilizaron los algoritmos de Forward Stepwise Rank, Backward Stepwise y All
Subset. Estos algoritmos permiten elegir un subconjunto de caracteristicas que
minimice el error de la funcién para el modelo utilizado. Para el dataset en cuestion,
se encontr6 que Shortest Path es la caracteristica mas significativa de las
topoldgicas, y la influencia de los vecinos en comdn entre dos nodos es la mas
significativa de las caracteristicas basadas en la influencia.

AFi nding Experts byaulwti mkr sPhriep [Phivbt weRwutdiosn. oC o
2007]. Esta investigacion analiza las relaciones entre investigadores cuando realizan
colaboraciones de forma conjunta. Mediante el uso de aprendizaje supervisado

sobre redes en las cuales los nodos son investigadores y los enlaces las
colaboraciones, la investigacion busca predecir nuevas colaboraciones entre
investigadores.

La motivacién esta dada por la dificil tarea que recae en las manos de los
investigadores a la hora de decidir quiénes pueden ser los mas indicados para
realizar una colaboracién, mas cuando pertenecen a distintas disciplinas. Con esto

se busca que los equipos colaborativos sean mas organizados y sinérgicos, y que,

en consecuencia, produzcan trabajos de investigacion de mayor calidad.

Dada una red de investigadores representada mediante un grafo con pesos, se
calculan distintas caracteristicas de grafos para cada par de nodos, y con esa
informacion, crear un vector de caracteristicas. En el trabajo en cuestion se eligieron

las siguientes caracteristicas por ser de utilidad en una gran variedad de redes:
Shortest Pat h, Common Nei ghbour s, Jaccard
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Preferential Attachment, Katz, Weighted Katz, PageRank (min), PageRank (max),
SimRank y Link value (que corresponde al peso). Una vez creado el vector de
caracteristicas para todos los pares de nodos, el mismo es utilizado para entrenar y
testear di stintos al goritmos clasificador
investigacion): SMO, J48, DecisionStump. Se utiliza ademas AdaBoost en
combinacion con los anteriores clasificadores para comparar.

En la experimentacion se utiliz6 una red de colaboraciones de investigadores
japoneses pertenecientes al IEICE, que contiene 110210 articulos publicados de
86696 autores desde 1993 hasta 2006. En el grafo, cada nodo, es un autor, y cada
enlace significa, que dos autores colaboraron al menos una vez. En consecuencia,
el peso de los enlaces representa la cantidad de colaboraciones entre dos autores.
Los 14 afios de historia se dividieron en dos partes, de 7 afios cada una, en las que
se realizaron los mismos experimentos. A cada parte, se le filtraron los enlaces con
peso 1, y los nodos que no hayan estado presentes durante los 7 afios enteros. Con
los nodos y enlaces restantes se calcularon las caracteristicas de similitud (de los
datos de los primeros 4 afios), y la etiqueta de clase (de los datos de los restantes 3
afios), para crear el vector de caracteristicas. De las instancias resultantes se
eliminaron aquellas consideradas repetidas (ninguno de sus atributos difiere por
mas de 0.001). Para la primera parte quedaron 29437 instancias Unicas de las
cuales 1.6% poseian enlace. De la segunda parte quedaron 1.6 millones de
instancias Unicas de las cuales 0.019% poseian enlace.

En la etapa de clasificacidn se utilizaron las herramientas de Weka que poseen las
implementaciones de los clasificadores. Se utilizé el 90% de las instancias para
entrenamiento y el 10% restante para testeo, repartidas de forma aleatoria. Para la
comparacién entre los rendimientos de las distintas clasificaciones se utilizé la
medida de recall.

Para la primera parte SMO predice el 100% de los links bien debido principalmente
a las métricas Katz y Preferential Attachment a las que le asigna mucho peso,
dandole poca importancia a las demas. Ada/SMO y J48 le siguen en eficiencia, y
como peores opciones quedan Ada/J48 y Ada/DecisionStump. Para la segunda
parte, la tendencia se mantiene a excepcion de que Ada/DecisionStump mejora a
Ada/J48. Sin embargo, Ada/SMO no pudo ser calculado por la cantidad de memoria
excesiva que se necesitaba.

Esta investigacion es muy similar al presente trabajo en cuanto a problematica,
técnicas y procesos. Demostré ser de mucha utilidad, ya que es un muy buen
ejemplo de como realizar un trabajo de este tipo, ya sea en el pre-procesamiento,
eleccion de funciones de similitud, eleccion de clasificadores, experimentacion y
demas cuestiones.
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3. Desarrollo de la propuesta

En este capitulo se plantea la propuesta que permitird llevar adelante la
investigacion. Previo al andlisis de la prediccion de enlaces, es necesario realizar un
estudio sobre la herramienta que se utilizara para modelar diferentes redes. Una vez
realizado esto, se debe comprender el disefio de la misma, con el fin de realizar las
adaptaciones y extensiones necesarias para realizar los distintos experimentos.
Ademas, se plantea utilizar técnicas adicionales, previas a la clasificacion, que
permitirian mejorar positivamente el rendimiento de los resultados finales.
Para la etapa de experimentacion, se plantea el por qué es necesario la creacion de
un proceso como método de trabajo, y se detalla el uso de las nuevas utilidades de
la herramienta.

3.1. Analisis de las herramientas

Debido a que, el estudio no esta centrado en el modelado de redes, sino en los
métodos de prediccion de enlaces dentro de las mismas, se considera necesario
contar con algun software que facilite la funcionalidad de representacién de
diferentes tipos de redes. Es por ello que el punto de partida de este trabajo consiste
en seleccionar la herramienta que mejor se adapte a las necesidades planteadas, es
decir, que cuente con una funcionalidad basica de manipulacion de grafos, y a su
vez, sea de facil adaptacion y extension para poder incorporar la funcionalidad
necesaria para la investigacion.

Tomando como punto de partida [Ricotta y Santamarina, 2016], se determin6 que la
herramienta Gephi cumple con los requerimientos planteados. La misma se trata de
un software de visualizacion y andlisis de redes, escrito en Java sobre la plataforma
Netbeans 4. Este brinda una amplia funcionalidad de administracién de grafos, y
cuenta con una interfaz grafica amigable y de uso sencillo. A su vez, su codigo es
abierto y su implementacién es considerablemente flexible, lo que facilita la
extensiéon de la misma para poder incorporar nuevas funcionalidades.

Adicional al cédigo base de la herramienta, se cuenta con funciones que calculan el
grado de similitud entre pares de nodos de la red, segun alguno de los criterios
pertenecientes a una serie de predictores incorporados. Ademas, es posible utilizar
estos ultimos para predecir enlaces, a través del ocultamiento de enlaces existentes
y la realizacion de un determinado numero de predicciones. Estos predictores
pueden ser utilizados como funciones de similitud, desde el punto de vista del
aprendizaje supervisado. A partir de las funciones realizadas, la herramienta brinda
diferentes métricas que permiten evaluar su funcionamiento sobre la red en la que
se esté trabajando.

4 Sitio web del framework de desarrollo Netbeans https://netbeans.org/.
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Como ventaja extra, la herramienta cuenta con una gran comunidad de usuarios y
desarrolladores que aportan continuamente al crecimiento de la misma. Por
ejemplo, existen varios plugins que amplian la funcionalidad base de la herramienta
para mejorar su capacidad y satisfacer otras necesidades. También existe una wiki
completa dedicada a la documentacion de todos los aspectos de Gephi, la cual se
mantiene actualizada constantemente y, ademas, una APl que da soporte a la
funcionalidad base de Gephi y es conocida como GraphStore. La misma se
encuentra escrita en Java y es utilizada para crear grafos de forma rapida, robusta y
eficiente. Fue disefiada para ser exportada a otras aplicaciones y utilizar toda la
funcionalidad respectiva de los grafos, sin necesidad de incluir la parte gréfica de
Gephi.

Por otra parte, es de suma importancia incorporar los diferentes algoritmos de
aprendizaje dentro de la herramienta de modelado de grafos. Existe una gran
variedad de plataformas de codigo abierto para el andlisis de datos, que proveen
software que facilita la aplicacion de los diferentes algoritmos de aprendizaje
supervisado. Entre las mas conocidas, se pueden mencionar RapidMiner, R, Orange
y Weka. Si bien todas estas plataformas cumplen con los requisitos para realizar los
estudios necesarios, se consider6 importante poder integrar los algoritmos de
aprendizaje dentro de la herramienta de modelado de redes, con el fin de llevar a
cabo todas las experimentaciones dentro de un mismo entorno. Por este motivo, se
descartaron R y Orange, ya que ambas pueden ser utilizadas desde las
herramientas graficas que ofrecen, pero no es posible su integracion dentro de
Gephi ya que utilizan un lenguaje diferente.

Tanto RapidMiner como Weka son compatibles con la herramienta, e implementan
todos los algoritmos que se buscan incorporar. Si bien RapidMiner es considerada
una plataforma mas completa que Weka, las funcionalidades adicionales que esta
brinda no son necesarias para llevar a cabo el estudio. Por su parte, Weka es lo
suficientemente completa y cuenta con una gran variedad de algoritmos de
aprendizaje supervisado que pueden ser configurados manualmente. A su vez, se
cuenta con experiencia previa en el uso de este software y se comprob6 que brinda
una facilidad de uso considerable. Por lo tanto, en lo que respecta a la incorporacion
de algoritmos de aprendizaje supervisado, se optd por integrar Weka dentro de
Gephi para poder realizar las experimentaciones y el andlisis dentro de una misma
plataforma.

3.2. Creaciodn de datasets

Para llevar a cabo las experimentaciones, es necesario poder crear los datasets que
utilizaran los clasificadores. Estos datasets pueden estar formados por diferentes
atributos calculados a partir de las funciones de similitud ya mencionadas. Con el fin
de analizar el funcionamiento de distintos conjuntos de funciones de similitud, se
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debe disponer de un mecanismo sencillo para la creacion de diferentes datasets con
distintos atributos. Para ello, resulta necesario contar con la posibilidad de
seleccionar subconjuntos de las funciones durante la creacion de los datasets. La
propuesta para satisfacer esta necesidad consiste en incorporar a la interfaz gréafica,
una lista con las funciones de similitud, que puedan ser seleccionadas a criterio del
usuario, y posteriormente procesadas para la creacion del archivo con los atributos
basados en la seleccion.

El archivo generado poseera formato ARFF, el cual es interpretado por Weka para
llevar a cabo las experimentaciones. Se propone brindar la posibilidad de la eleccion
de un nombre para cada archivo generado, con el fin de generar diferentes datasets
de manera sencilla, facilitando el proceso de experimentaciébn con diferentes
datasets creados a partir de un mismo grafo.

Las funciones de similitud que seran afiadidas para su incorporacion dentro del
dataset son las siguientes:

0 Basadas en informacion topoldgica local
3 Common Neighbors

Preferential Attachment

Adamic Adar

Resource Allocation

Jaccard Coefficient

Sorensen Index

Salton Cosine

Hub Promoted

Hub Depressed

Leicht Holme Nerman
3 Parameter Dependent

Basada en informacion topologica global
3 Hitting Time
3 Shortest Path

Basadas en informacion interna al nodo
3 Node Information
3 Vector Node Information

W (W W W (W W W W W

O«

O«

También se debe incorporar la posibilidad de configurar los pardmetros de cada
funcién de similitud, para aquellas que sea necesario. Para la funcion de Parameter
Dependent, se debe poder seleccionar el valor del exponente de la funcion, y para
Hitting Time, la cantidad de iteraciones. En los casos de las funciones basadas en
informacion de los nodos, se debe afadir la posibilidad de seleccionar el peso de
cada atributo dentro de Node Information, y la posibilidad de seleccionar las
caracteristicas a considerar de cada nodo para Vector Node Information.

El hecho de incorporar instancias a partir de los pares de nodos que no tienen
vecinos en comun, puede introducir ruido e incertidumbre dentro del dataset, por lo
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gue, también se propone incluir una funcion que permita filtrar pares de nodos
segun la distancia que exista entre ellos. Esto implica calcular, para cada par de
nodos, el camino mas corto (Shortest Path). De esta forma, aquellos nodos cuya
distancia sea mayor a la establecida como parametro, no seran incorporados dentro
del dataset.

El origen del ruido y la incertidumbre proviene de calcular una funcién de similitud
para la cual no se poseen los suficientes datos. Por ejemplo, no se puede calcular
Adamic Adar para pares de nodos que no poseen vecinos en comun (y lo mismo
ocurre con otras funciones similares). En consecuencia, el valor de AA para ese par
de nodos es nul o, y en el dataset se refl e]j
son tratados de manera diferente por cada clasificador, y Weka, provee
funcionalidades para reemplazarlos por valores arbitrarios calculados a partir de los
valores de las demas funciones de similitud. Reemplazar los valores faltantes es un
método artificial para reducir la incertidumbre y aumentar el desempefio de la
clasificacion. Los nuevos valores pueden no reflejar la realidad del grafo, ya que
reemplazarlos es solo una necesidad inherente a la falta de datos para calcular
ciertas funciones de similitud. Por eso, como objetivo se busca directamente
minimizar la cantidad de datos faltantes, siendo esta la razon principal para
proponer la creacion de los filtros descritos anteriormente.

Debido a que, la funcidon Shortest Path tiene un costo computacional considerable,
es posible utilizar el mismo calculo para incorporar el atributo en el dataset para los
casos donde se incluya dicha funcién de similitud, de forma que sélo sea necesario
realizar este célculo una Unica vez para cada par de nodos. A su vez, si se filtran los
nodos que tengan una distancia mayor a 2, es equivalente a incluir sélo aquellos
pares que tengan al menos un vecino en comun. Para este caso, es posible utilizar
la funcibn Common Neighbors en lugar de la funcion de Shortest Path, ahorrando un
tiempo considerable de procesamiento, principalmente para las redes de gran
tamanfo.

Una ventaja de esta propuesta es que la creacién de los datasets es totalmente
independiente de la clasificacion de los mismos. Como consecuencia, es factible
utilizar los datasets desde otra herramienta que acepte archivos en formato ARFF.
Ademas, como son procesos muy costosos desde el punto de vista computacional,
separar las funcionalidades provee una mayor usabilidad para el usuario, ya que no
debe realizar todo el procesamiento de una vez.

3.3. Integracion de clasificadores

Los datasets que se generaran desde Gephi seran compatibles con Weka. Esto
quiere decir que se pueden utilizar los mismos archivos dentro del programa de
Weka, aprovechando las funciones de este en su totalidad. Este proceso implica
buscar cada dataset generado desde la herramienta, y posteriormente abrirlo desde
Weka, donde se debe configurar cada clasificador que se desea utilizar antes de
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correr el algoritmo. En este caso, so6lo se pueden aplicar las técnicas de balanceo
disponibles dentro de Weka, ya que cualquier balanceo personalizado que se desee
realizar debe ser implementado aparte. Finalmente, las métricas resultantes son
visibles desde Weka, por lo que, no podrian ser manipuladas para realizar
comparaciones entre diferentes clasificadores o incluso con las métricas arrojadas
por las funciones de similitud individuales.

Ante esta evidencia, la propuesta consiste en integrar toda funcionalidad necesaria
para la clasificacion dentro de la misma herramienta de Gephi. De esta forma, es
posible utilizar cualquier clasificador que se haya implementado, inmediatamente
luego de haber creado el dataset, y analizar los resultados dentro de la misma
plataforma sin necesidad de alternar entre dos programas distintos.

Si bien Weka posee una larga lista de clasificadores, para la integracion se
consideraran sélo los clasificadores mas populares, que son los que se tendran en
cuenta para las experimentaciones. Los clasificadores a integrar son:

O«

Naive Bayes
J48

Random Forest
IBk

SMO

ZeroR

O« O« O« O¢ O«

Como cada algoritmo tiene sus caracteristicas y parametros particulares, para cada
uno de ellos se presentard un panel personalizado segun los posibles pardmetros
configurables.

Dentro del panel, también se debe dar la posibilidad de configurar todo lo
correspondiente al entrenamiento y la evaluacion de los clasificadores. Debido a
gue, la validacion cruzada garantiza la independencia entre la particion entre datos
de entrenamiento y prueba, se propone integrar esta técnica, dejando como
parametro configurable el valor de K, correspondiente a la cantidad de particiones a
realizar.

Para visualizar los resultados de cada clasificador, se mostrara una ventana al
finalizar la ejecucion del algoritmo, que presentara toda la informacién relevante a la
clasificacion. Entre las métricas mas importantes se incluyen:

Precision

Recall

Area bajo la curva

Curva ROC

Matriz de Confusion

Tasa de verdaderos positivos

O¢ O¢ O¢ O¢ O¢ O«

A su vez, al integrar la funcionalidad de Weka dentro de la plataforma, es posible
manipular todos estos resultados para realizar comparaciones entre diferentes
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algoritmos. Cualquier tipo de balanceo que se implemente aparte debe manipular
los datasets y realizarse previamente a la clasificacion.

3.4. Balanceo de datasets

Si bien Weka implementa la posibilidad de balancear los datasets, resultd
interesante aplicar otras técnicas de balanceo orientadas a la distribucion de los
datos de las redes.

En los datasets representados por cada par de nodos, la distribucion de clases para
el atributo de la existencia del vinculo suele estar extremadamente desbalanceado:
aproximadamente un 95-5, dependiendo del tamafio y el grado de conexion de la
red. Esta desproporcion influye considerablemente en los resultados, que estaran
sesgados por la clase predominante.

Basandose en esta caracteristica de los datasets de las redes, se propone integrar
tres alternativas de balanceo basadas en la técnica de submuestreo, que seran
consideradas para las experimentaciones. Si bien la posibilidad de que en una red
predomine |l a clase Alinkod por sobre |l a cl a
todas estas técnicas se considerard el balanceo siempre sobre la clase
predominante, sin importar cual de las dos sea. De todas formas, en este trabajo se
dar 8§ por supuesto gue | a cl ase predomi
Las técnicas de balanceo a integrar tienen como objetivo mejorar los valores de las
métricas resultantes de la clasificacién afectadas por el desbalance de los datasets.
Por ejemplo, para un dataset que posea 95-5 como distribucién, la clasificacion por
si sola sera muy efectiva, ya que casi todas las instancias seran clasificadas como la
clase predominante debido a la inmensa cantidad de las mismas, y por ejemplo, el
AUC no es afectado por esta problematica. Sin embargo, ciertas métricas como el
error relativo, precision o recall, si se ven afectadas en gran medida por el
desbalance, ya que determinan el grado de precision asociado a la clasificacion
individual de las instancias.

Balanceo simple

Este balanceo es implementado en Weka, y consiste en considerar Unicamente un
conjunto aleatorio de instancias con la clase predominante, de igual tamafio que la
cantidad de instancias con clase no predominante. De esta forma, el dataset final
tendra igual cantidad de instancias para cada clase, quedando completamente
balanceado.

La ventaja principal de este balanceo es la sencillez y velocidad, pero se debe
considerar que los resultados son dependientes del subconjunto de instancias
seleccionadas al azar, por lo que, los resultados pueden quedar sesgados.

Balanceo cross parametrizado
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Consiste en una implementacion que no se incluye dentro de Weka, y que permite
solucionar el problema del balanceo simple sobre la dependencia del subconjunto
seleccionado.

La idea consiste en distribuir aleatoriamente el total de instancias con la clase
predominante en N subconjuntos y crear N datasets distintos, donde cada uno
estaria compuesto por todas las instancias de la clase no predominante y uno de los
subconjuntos de la clase predominante. Una vez creado los diferentes datasets,
cada uno es entrenado con el algoritmo seleccionado y evaluado de forma
independiente. Finalmente, se realiza un promedio de todos los resultados para
obtener las métricas finales de la clasificacion.

De esta forma, los resultados no estaran sesgados por la seleccion aleatoria de
instancias, ya que todas son consideradas para el entrenamiento, y se promedian
las métricas de todas las evaluaciones.

Una de las cuestiones a considerar sobre esta técnica de balanceo, es que los
datasets generados no estaran necesariamente balanceados en su totalidad, ya que
depende de la cantidad de divisiones que se lleven a cabo, establecidas por el
pardmetro N mencionado anteriormente.

Balanceo cross automatico

Es una variante del anterior, donde se calcula automéaticamente el ndmero de
divisiones a realizar de forma que los nuevos datasets se encuentren
completamente balanceados.

En este caso, la cantidad de datasets generados va a depender de la distribucién
original de las clases, y cada uno estara compuesto por el total de instancias de la
clase no predominante, y la misma cantidad de instancias de la clase predominante.
Para los casos donde no se pueda distribuir de forma equitativa las instancias en
todos los datasets, es posible distribuir las instancias sobrantes entre los conjuntos
generados, quedando asi datasets que no estaran completamente balanceados,
porque tendran una pequefia cantidad de instancias de la clase predominante
mayor. Otra alternativa para estos casos, es descartar las instancias sobrantes, ya
gue en la mayoria de los casos no deberia afectar a los resultados, siempre y
cuando se tenga un conjunto considerable de instancias.

3.5. Seleccidén de atributos

Como funcionalidad adicional, se propone integrar una serie de algoritmos de
seleccion de atributos. Este tipo de algoritmos también se utilizan de forma nativa en
Weka, pero se considera que es de suma utilidad que la herramienta cuente con
soporte para los mismos. De manera previa a la clasificacion, e incluso al balanceo,
los datasets son analizados mediante este tipo de algoritmos para conocer cuales
atributos predictores son los que mejor representan al dataset. El objetivo es
calcular a partir de los valores presentes en el dataset, la relaciéon intrinseca entre
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los atributos predictores, y filtrar aquellos que resultan ser irrelevantes y/o
redundantes.

Como algoritmos de evaluacion se propone utilizar los siguientes:

0 Correlation: evalGa la importancia de los atributos usando el coeficiente de
correlacion de Pearson entre cada uno y la clase.

0 InformationGain: evalua la importancia de un atributo midiendo la ganancia

de informacién con respecto a la clase.

WrapperSubset: utiliza un esquema de aprendizaje para evaluar distintos sets

de atributos. Se modelara para que realice clasificaciones con el mismo

algoritmo con el que se clasifica posteriormente, maximizando el AUC.

O«

Y como algoritmos de busqueda, los siguientes:

0 BestFirst: examina el espacio de atributos mediante una busqueda greedy
mejorada con backtracking. Se usara configurado para que la busqueda sea
de tipo forward (se comienza con un set resultado vacio, y se agregan uno a
uno los atributos). No puede ser utilizado si se elige InformationGain.

0 GreedyStepwise: realiza una busqueda greedy a través del espacio de
subconjuntos de atributos, y finaliza, cuando el agregado o borrado de los
atributos restantes no mejora la evaluacion. De manera analoga, la busqueda
es de tipo forward y no puede ser utilizado junto a InformationGain.

0 Ranker: crea un ranking de las evaluaciones individuales de los atributos. Se
utiliza junto a evaluadores de atributos, y por esta causa, es el Unico que
funciona junto a InformationGain.

Estos tipos de algoritmos representan una forma de filtrar los atributos irrelevantes
de los datasets. En consecuencia, los datasets se vuelven mas pequefios y
representativos, y asi, se espera mejorar el rendimiento en general de la etapa de
clasificacion. De manera contradictoria, el costo computacional de realizar la
seleccion de atributos puede ser muy elevado dadas ciertas condiciones, y por ello,
es importante realizar un balance entre la seleccion y la clasificacion, para encontrar
la mejor configuracion aplicable a cada caso. Se debe tener en cuenta, ademas, que
los clasificadores construyen los modelos de distinta manera, dandole importancia a
distintas caracteristicas del dataset. Por ende, cada método de seleccion de
atributos funciona de peor o mejor manera dependiendo del clasificador que se
utilice.

3.6. Comparacion con las métricas de similitud

Entre las ventajas que ya se mencionaron acerca de integrar funcionalidades de
Weka dentro de la misma plataforma, se incluye la posibilidad de visualizar los
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resultados de las clasificaciones y compararlos con las predicciones de los demas
algoritmos implementados en la herramienta.

Como ya fue explicado anteriormente, dentro de Gephi se cuenta con la
implementacion de las funciones de similitud, Utiles para predecir enlaces. Los
resultados de estas predicciones también se miden con varias métricas entre las
gue se encuentran precision, recall y AUC.

Uno de los objetivos de este trabajo es poder comparar el rendimiento final de las
predicciones del aprendizaje supervisado, contra las correspondientes a las
métricas de similitud individuales. Para realizar tal tarea se propone implementar un
apartado especifico en la herramienta, que ejecute mdultiples funciones vy
clasificadores, de forma que los resultados arrojados por estos para una misma red
puedan ser comparados entre si. A su vez, dentro de la implementacién se debe
incluir la posibilidad de configurar los pardmetros que se puedan necesitar, tanto
para los predictores como para los clasificadores. Es importante destacar que, este
apartado es considerado una manera sencilla y rapida de realizar la comparacion
entre ambos métodos de prediccion de enlaces. Sin embargo, es preferible
realizarla de forma manual y mas detallada, ejecutando los métodos individuales por
separado, y comparando las métricas de los reportes finales.

3.7. Proceso de experimentacion

Debido a la cantidad incontable de combinaciones posibles que pueden darse en el
momento de realizar las pruebas, se propone que los experimentos sigan una
estructura justificada y ordenada. Reflejar mediante experimentos todas las
combinaciones de cada una de las propuestas anteriores resulta imposible desde un
punto de vista préactico.

Durante la etapa de preprocesamiento, dado un grafo cualquiera se buscaré crear el
dataset que lo represente. Existen innumerables conjuntos de funciones de similitud
gue pueden elegirse para crear el dataset, y a su vez, varias de ellas poseen
parametros configurables, con lo cual ejecutar una sola version de las funciones no
resulta suficiente a menos que se tomen ciertos recaudos. A su vez, la propuesta de
filtrar pares de nodos separados por cierta distancia, implica que la cantidad final de
instancias de un dataset depende fundamentalmente del parametro de lejania que
se use. Por lo tanto, es posible que existan varios datasets, conformados por
distintos atributos o distinta cantidad de instancias, que representen de manera
ligeramente diferente a un mismo grafo.

Posteriormente, se buscara realizar la clasificacion sobre algun dataset elegido en la
etapa inicial dado algun criterio. Para esta segunda etapa pueden elegirse varios
componentes configurables que impactan en el resultado final de la clasificacion.

En primera instancia, la cantidad de folds que se utilizaran en el cross-validation,
determinara la precision del modelo y buscara disminuir el sobreajuste.
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En segunda instancia, la propuesta del balanceo determina la calidad de las
métricas finales en datasets tipicamente desbalanceados, y existen cuatro variantes:
sin balanceo, simple, cross automatico, o cross manual, en el cual se configura la
cantidad de subdatasets que se crearan.

En tercera instancia, es posible elegir un método de selecciébn de atributos, y
teniendo en cuenta las restricciones explicadas en la anterior seccion, existen seis
variantes: sin seleccion, Correlation con Best First o Greedy Stepwise, Wrapper
Subset con Best First 0 Greedy Stepwise, e Information Gain con Ranker.
Finalmente, y como ultima instancia, es posible realizar todas las pruebas anteriores
para cada uno de los clasificadores que se implementen dentro de la herramienta,
dejando de lado las variantes que se pueden producir al modificar los parametros
configurables de cada clasificador.

Hay que tener en cuenta que la gran combinacion de componentes descrita con
anterioridad es aplicable a un solo grafo, y que, en caso de poseer varios grafos a
analizar, deberia aplicarse el mismo criterio a cada uno. En la Figura 6 se ilustra el
problema descrito para un solo grafo:

Preprocesamiento Clasificacion

Grafo ———————— Datasets ———"""=_  Resultados
. (X.Y.Z,L] s
FUF‘I(:JIOII'I.BS (@boN) | = Selecx_:lon Eecguﬁ
—— de similitud {ijk,L) de atributos recision
. Matriz confusion
CM, JC, 51, 8C, MNa, Corr-Best, c s
HP, HD, LHN, (x.v,z.L) Corr-Greed, A:"é’a
PD. AA, PA, RA, (abcN) | C——=> Wrap-Best,
SP, HT, NI, VNI 7] {i.j.k, L) Wrap-Greed,
Info-Rank Recall
83 Precisién
(xy,z.L) 8@ Matriz confusion
Filtros {abcN) [ ———> i Curva ROC
No.2.3.4.5,.. (ij.k, LY Balanceos AUC
- Mo, Simple,
CrossAuto,
CrossManual
83 Recall
Clasificadores Preesion
Matriz confusion
MNaiveBayes, Curva ROC
RandomForest, J48, AUC
SMO, |IBk, ZeroR

Figura 6 - Combinaciones posibles de las técnicas y componentes a probar

Se observa que la cantidad de combinaciones posibles de componentes es
demasiado elevada como para realizar todas, mas si se disponen de varias redes
sociales con las que se debe experimentar. Sin embargo, este proceso de
clasificacion puede ser acotado si se toman en cuenta ciertas consideraciones.
Debido a esto, se propone realizar un proceso de experimentacion, donde seran
probados todos los componentes y un gran conjunto de sus variantes, y asi, reducir
considerablemente la cantidad final de clasificaciones. Se propone que el proceso
posea cuatro etapas en cadena.

Pre-procesamiento
Es la primera etapa en la cual debe crearse el grafo correspondiente a cada red
social dentro de la herramienta Gephi, y mediante ésta, obtener el dataset
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correspondiente en formato ARFF. Dependiendo de cada red y del formato en el
gue se encuentre representada, crear el grafo puede ser un proceso directo como
simplemente abrir el archivo, o se puede necesitar de cierto procesamiento previo.
Una vez creado el grafo correspondiente, se procedera a calcular un solo dataset
que represente a esa red con la mayor cantidad de informacion posible. Para esto,
se utilizaran todas las funciones de similitud que se encuentren disponibles a elegir.
Por ejemplo, en grafos donde los nodos no posean informacion adicional atil, no
podran ser usados NI ni VNI, pero si el resto de funciones. Ademas, PD no sera
utilizado, ya que variar su exponente deriva en otras funciones de similitud. Asi, se
evita introducir ruido al dataset disminuyendo la redundancia de poseer atributos
similares.

Como paso siguiente, se utilizaran tres filtros diferentes: sin filtro, minimo y medio.
De esta manera, sera factible demostrar si es mejor que los datasets posean mas
instancias y una mayor cantidad de datos faltantes, 0 menos instancias y menor
cantidad de datos faltantes (debido al uso de funciones de vecinos comunes para
nodos que no los poseen). Como consecuencia existiran tres datasets diferentes
gue representen a un mismo grafo, de los cuédles se elegira el mejor midiendo la
cantidad de datos faltantes e instancias finales.

Seleccion de atributos

En esta etapa se realizaran clasificaciones con y sin seleccion de atributos, tomando
como base el dataset obtenido anteriormente. El selector elegido es WrapperSubset
- BestFirst, el cual se presupone de mayor calidad ya que utiliza un esquema de
aprendizaje. El costo computacional de este método es muy elevado, y si el dataset
posee un tamafio prohibitivo, se elegira otro método de seleccion de atributos
alternativo que posea mejor rendimiento. De esta manera se busca mejorar el AUC
seleccionando los mejores atributos que representan al dataset.

Balanceo

Utilizando el mismo dataset junto a la seleccion de atributos, en caso de mejorar los
resultados, se procedera a analizar el funcionamiento de las clasificaciones si se les
aplica o no el balanceo. Como anteriormente ya se experimento la alternativa sin
balancear, queda probar alguna técnica de balanceo. El balanceo cross manual no
sera tenido en cuenta, ya que el automatico es el caso 6ptimo del anterior. Y el
balanceo simple no posee suficiente calidad como para ser una técnica viable de
balanceo que mejore el proceso de clasificacion. Por ende, se utilizara balanceo
cross automatico, con el objetivo de mejorar aquellas métricas afectadas por el
desbalance, al costo de mayor procesamiento.

Aprendizaje supervisado vs. métricas de similitud individuales

En la dltima etapa se procedera a comparar los mejores resultados obtenidos en la
anterior etapa, contra los mejores resultados obtenidos en [Ricotta y Santamarina,
2016]. De esta manera se podra determinar si son mejores las funciones
individuales o el enfoque de aprendizaje, siempre y cuando la comparacion sea

51



posible. Se utilizara AUC como medida de rendimiento principal, aunque también
seran tenidas en cuenta otras métricas.
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4. Disefio e implementacion

El disefio e implementacion necesarios para esta investigacion se realizaron
utilizando como punto de partida la herramienta Gephi. Cabe destacar que, sobre la
misma, se encontraba implementado el calculo de distintas funciones de similitud
gue sirven como predictores de enlaces, el cual fue realizado en [Ricotta y
Santamarina, 2016]. También se utilizO la APl de Weka para integrar la
funcionalidad correspondiente al aprendizaje automatico supervisado. De esta
manera, cualquier prueba o experimento podra ser realizado desde la misma
herramienta sin necesidad de recurrir a otra utilidad, a excepcién de pruebas que
superen los limites impuestos por Gephi mismo (por ejemplo, en cuanto a
rendimiento o capacidad de memoria).

A continuacién, se detallan ciertos aspectos existentes de la herramienta, junto a la
explicacion de su funcionamiento, acompafados de diagramas en caso de ser
necesario. Se explica la manera de extender la funcionalidad original para cumplir
las necesidades de esta investigacion, teniendo en cuenta ciertas restricciones y
facilitando el uso de la herramienta para el usuario final. Se incluye pseudocdédigo de
aquellos algoritmos considerados de gran importancia junto a una explicacion paso
a paso. De esta manera, es posible explicar mas a fondo el funcionamiento de la
implementacion sin ahondar en detalles no relevantes.

4.1. Restricciones y requerimientos

Para satisfacer los objetivos de la presente investigacion, es necesario cumplir una
serie de requerimientos obligatorios, en consonancia con las diferentes propuestas
enunciadas en la seccién 3. Como Gephi ya posee soporte para calcular distintas
cuestiones relacionadas a los grafos y sus caracteristicas, sélo debe extenderse su
funcionalidad respetando el disefio previo y sus restricciones, aprovechando a su
vez las facilidades que la API de Weka provee. A continuacion, se listan todas las
cuestiones anteriormente mencionadas, separadas por categoria.

Restricciones:

0 El desarrollo debe realizarse utilizando Netbeans como entorno de desarrollo

integrado (IDE) y utilizando Java como lenguaje de programacion. Gephi fue
desarrollado desde un principio en ese entorno, y al extender su
funcionalidad, el entorno debe seguir siendo el mismo.
El disefio e implementacion de la extension necesaria para este trabajo, debe
respetar y acoplarse al disefio modular de Gephi. No respetar el modelo
existente, puede producir problemas inesperados y dificultar cualquier intento
futuro de extender este mismo trabajo, ya sea con otras funcionalidades o
con nuevas caracteristicas de Gephi.

O«
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Requerimientos funcionales cubiertos por Gephi y su extensidon en [Ricotta y
Santamarina, 2016]:

w

(0]

(@]

O«

O«

Importacion y exportacion de grafos a partir de varios tipos de archivos.
Cualquier dataset que represente una red social en forma de grafo debe
poder ser utilizado por la herramienta.

Célculo de funciones de distinto tipo sobre grafos. Cualquier tipo de
caracteristica general sobre los grafos debe poder ser calculada.
Visualizacion y almacenamiento de los resultados de ejecuciones de las
funciones. Para permitir un analisis posterior sobre los mismos.

Funciones de similitud para la prediccion de enlaces. Para calcular
caracteristicas de similitud entre nodos que permitan construir un vector de
caracteristicas que alimente a los clasificadores.

Requerimientos funcionales:

(0]

O«

O¢ O¢ O¢ O¢ O«

Construccidon de un vector de caracteristicas a partir de valores de similitud
entre nodos, que constituyen un conjunto de instancias.

Filtrado de instancias correspondientes a nodos separados por cierta
distancia.

Almacenamiento del vector de caracteristicas en forma de dataset (ARFF).
Seleccion de atributos de los datasets

Balanceo de los datasets.

Clasificacion de datasets.

Reportes de las clasificaciones

Requerimientos no funcionales:

(0]

O«

O«

Equilibrada usabilidad para el usuario final. EI mismo debe poder configurar
todos los componentes posibles, sin que el proceso sea demasiado dificil ni
contraintuitivo.

Alto rendimiento en puntos criticos de procesamiento. El sistema debe poseer
buena performance en ciertos algoritmos puntuales que pueden volverse
bloqueantes para grandes datasets.

Flexibilidad de disefio suficiente para que se tengan en cuenta futuras
funciones de similitud para la creacion de datasets. Ademas, se debe facilitar
la inclusion de nuevos clasificadores.

Una vez definidas todas las restricciones y los requerimientos faltantes a cumplir, se
debe proceder a realizar un estudio del disefio existente de Gephi. De esta manera,
es posible decidir la forma mas adecuada de extender la funcionalidad y utilizar la
API de Weka de forma transparente al resto del sistema.

54



4.2. Disefno

Como ya se menciondé anteriormente Gephi posee un disefio modular. EI mismo
estd compuesto por una arquitectura formada por multiples modulos con roles
definidos que trabajan de manera conjunta. La arquitectura se basa en el patron de
arquitectura de software MVC. Este patron separa el sistema en tres componentes
diferenciados: el modelo que representa los datos y la Iégica de negocio, la vista
gue representa la interfaz de interaccién para con el usuario final, y el controlador
gue representa la gestion de eventos y comunicacion.

Cada modulo posee una responsabilidad bien definida dentro del sistema, lo cual
debe ser respetado para agregar cualquier tipo de funcionalidad nueva. Ademas,
cada modulo presenta APIs publicas al resto, para evitar dependencias circulares, y
mantener el encapsulamiento 'y nivel de abstraccion apropiados.
A continuacion, en la Figura 7, se muestra un esquema informal y aproximado de la
arquitectura de Gephi:

Layoul API
| : : v
Graph APl —— = NetBe: ~:— Import APl
—Modular Java Framework
- Lasy plugin development
Filters APl = ~Built-in Ul components ~= Preview API
] i
I I
Attribute API Statistics API

Figura 7 - Arquitectura modular de Gephi, con Netbeans como marco de trabajo

Como se puede observar, todos los moddulos, junto a plugins y librerias, se
orquestan a través del framework de desarrollo que propone Netbeans para dar
forma a Gephi. Cada APl posee una responsabilidad Unica y provee paquetes
publicos para uso de los demas mdédulos. A continuacion, se detallan las
responsabilidades de cada API.

Layout API
Responsable de los algoritmos de disefio en tiempo real, que reubican los

elementos en el eje X e Y segun la distribucién que se elija.
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Graph API
Responsable de toda funcionalidad correspondiente a la manipulaciéon de grafos.

Permite agregar, modificar o eliminar nodos y aristas que conforman un grafo.
Ademas, provee registro de eventos para deshacer y rehacer modificaciones, y
provee soporte para crear subgrafos (como vistas del grafo original) siguiendo algun
tipo de criterio.

Filters API

Contiene algoritmos que hacen posible el filtrado del grafo mediante diferentes
criterios para crear una vista personalizada del mismo. Es posible exportar la vista
para crear un nuevo espacio de trabajo.

Attribute API

Responsable de la manipulacién de la tabla de datos, permitiendo agregar, modificar
o eliminar columnas y filas de la misma. Esta tabla se encarga de la persistencia de
cualquier tipo informacion adicional que posean nodos o aristas en forma de
distintos tipos de datos.

Statistics API

Engloba a los algoritmos encargados de calcular funciones de todo tipo sobre los
grafos, ya sea para cada elemento individual o de forma global a un grafo. Este tipo
de tareas se pueden ejecutar de forma sincrénica y asincrénica, conociéndose su
progreso y permitiendo ser canceladas. Los resultados se visualizan mediante un
documento HTML que puede ser almacenado.

Preview API

Mantiene una representacion flexible de la red junto a personalizaciones de alto
nivel. Dado un grafo cualquiera, se utiliza para crear un mapa de red que puede ser
exportado como imagen.

Import API
Encargada de las diferentes formas de importar datos dentro de la aplicacién. Se

realiza en dos pasos, primero se carga la informacion en un contenedor para
mostrar un resumen al usuario, y después se traspasan los datos del contenedor al
espacio de trabajo.

Este tipo de arquitecturas es muy flexible en caso de querer agregar un plugin como
un nuevo modulo que se acople a los existentes. También es posible modificar un
plugin existente sin afectar a los demas, ya que son todos independientes. Sin
embargo, en este Ultimo caso deben respetarse ciertos contratos que el médulo
cumple para gue la extension de la funcionalidad sea posible. Dado que el médulo
StatisticsAPI se encarga del calculo de cualquier tipo de funcién sobre los grafos, y
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siguiendo la filosofia de implementacion en [Ricotta y Santamarina, 2016], se
decidi6 que la extension necesaria para este trabajo sea realizada en dicho médulo.
Para la version 0.9.2 de Gephi, la cual es utilizada como base de implementacion, el
modulo contiene cuatro secciones encargadas de calcular diferentes caracteristicas
de los grafos. Adicionalmente al trabajo de Ricotta y Santamarina, se agregé una
quinta seccion con las funciones de similitud para predecir enlaces que se utilizaran
en la construccion de los datasets.

En la Figura 8 se visualiza la ubicacién de las funciones correspondientes al modulo,
dentro de la interfaz de Gephi. La flecha indica que es necesario hacer scroll hacia
abajo para visualizar el resto de opciones, debido a la gran cantidad de funciones
presentes dentro de este modulo.

B Gephi 0.9.2-SNAPSHOT - Proyecto 1 - O X

File Espacio detrabajo Tools Window Complementos Help

—
| gy Vista general H || Laboratorio de datos || |1 Previsualizacién \.un
~~

Espacio de trabaje 1 X -
Apariencia X | —|[ erafo x| Tabladedatos x| ¥ [ contexta x| =
Nodos| Aristas | @ @) A T % Arrastrar (Configurar) Nodos: 77
= Aristas: 254
Unico Atributo 1S rietas
_____ Grafo no dirigido
#c0c0cl = —
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4 [z Network Overview -~
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Figura 8 - Funciones del médulo StatisticsAPI, vistas desde la interfaz de Gephi

Como consecuencia de la ubicacion de StatisticsAPI en la interfaz de Gephi, se
decidi6 crear una sexta categoria dedicada a las funciones de aprendizaje
supervisado, donde cada funcion corresponde a un clasificador distinto. De esta
manera, todas las funciones de aprendizaje, sin importar su tipo, quedan
englobadas en la misma categoria. Por lo tanto, deben tenerse en cuenta ciertas
consideraciones respetando el disefio existente, y asi hacer posible la decision
anterior.

Desde el punto de vista de disefio, este médulo se encuentra formado por dos
submodulos: StatisticsPlugin, encargado de la l6gica de las funciones y de la
construccion de los resultados (backend), y StatisticsPluginUl, encargado de la
interfaz grafica con la que interactia y visualiza los resultados el usuario final
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(frontend). En consecuencia, la extension necesaria impacta de igual manera a los
tres modulos, y debe definir un framework que permita facilmente agregar nuevos
clasificadores una vez finalizado este trabajo. Ademas, se debe tener en cuenta que
es posible que se agreguen nuevas funciones de similitud en la categoria anterior,
gue pueden ser de utilidad en la creacion de datasets. Por lo tanto, el disefio e
implementacion del framework debe ser lo suficientemente potente para tener en
cuenta ambos casos de extensibilidad, y cumplir los contratos de los modulos a la
vez.

En la Figura 9, se visualiza un diagrama de componentes donde se muestra parte
del disefio de modulos de Gephi, y como se acopla la API de Weka al mismo.

<<componente>> gl

StatisticsAPI

StatisticsPluginUI Dibujar panel grafico
Clasifi
<<componente>>@ asil o Retornar configuracion
StatisticsPlugin Calcular funciones
Retornar resultados

Figura 9 - Interfaces que provee el médulo StatisticsAPI

WekaAPI

Dado el diagrama anterior, la APl de Weka provee una interfaz con todas las
funciones de clasificacibn al moédulo StatisticsPlugin. Como las cuestiones
relacionadas al aprendizaje supervisado tratan de procesamiento de distintos tipos
de datos, caben dentro de la categoria de componentes de backend. En
consecuencia, la interaccion del usuario final con las nuevas herramientas de
aprendizaje, mantiene la misma linea que el resto de Gephi. La inclusion de la API
de Weka es transparente al resto del sistema y solo impacta en las nuevas clases
de implementacion necesarias para llevar a cabo la extension. Ademas, la interfaz
grafica debe permitir configurar la mayor parte de componentes posibles que
participen en el preprocesamiento o clasificacion, siempre y cuando se respeten las
restricciones de los paneles visuales de las funciones existentes.

Una vez decidido todo lo relacionado al disefio final de la extension, se procedié a
realizar un planteo inicial de la implementaciéon que refleje todas las decisiones
tomadas hasta este punto, y que cumpla con todos los requerimientos planteados
anteriormente. Hasta este punto soOlo se cumplen de forma parcial, los
requerimientos no funcionales de usabilidad para el usuario final y de flexibilidad de
disefo.
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4.3. Implementacion

La implementacion realizada como extension de la herramienta, serd explicada en
diferentes etapas para abarcar todos los detalles que sean necesarios, sin mezclar
aspectos que no dependan entre si. Ademas, se incluyen diagramas o
pseudocadigo, siempre y cuando se considere necesario.

Como primer paso, era obligatorio crear la nueva categoria en la interfaz principal
del programa principal. Para ello hubo que realizar dos cambios pequefos en dos
modulos distintos. Primero, se definid la nueva categoria en la interfaz StatisticsUI
del m- dul o StatisticsAPI Dado que el
categoria, es constante, se hace uso de la clase NbBundle. La misma es una clase
de utilidad perteneciente a Netbeans para el almacenamiento de todo tipo de
recursos. En el caso de Gephi, se utiliza especialmente para almacenar todo tipo de
texto fijo perteneciente a la interfaz grafica, con soporte de traduccién a varios
idiomas.

Una vez definida correctamente la categoria, se procedio a utilizarla en el algoritmo
encargado de inicializar las mismas. Este se encuentra en la clase StatisticsPanel
del modulo DesktopStatistics, en la cual debe hacerse explicita la insercién de la
categoria junto a su posicién en el panel. Para respetar la estructura original de
Gephi, se insert6 en el dltimo lugar. Como consecuencia, la categoria queda debajo
de todas las demas. A partir de este punto se pudo desarrollar toda la funcionalidad
necesaria, sin ninguna otra restriccién perteneciente a Gephi.

Debido a que, la implementacion final es compleja, en la Figura 10 se cre6 un
diagrama informal que representa graficamente las relaciones entre las principales
clases. Ademas, se refleja el framework desarrollado, que permite que la insercion
de nuevos clasificadores sea lo menos costosa posible.

LongTask ‘ ‘ Statistics ‘ ‘ StatisticsUI ‘

. & )

~
I

~ I

~
| 1
| Weka API I’ |

I‘ ‘ ClassifierAbsUI }—)‘ ClassifierAbsPanel

‘ NaiveBayes H NaiveBayesUI }—){ NaiveBayesPanel

A

MetricConfiguration
Panel

ClassifierAbs

CheckBoxList

ReportDataAbs

POR CADA CLASIFICADOR

NaiveBayesBuilder

‘ ReportDataSimple ReportDataAvg ‘

NUEVA IMPLEMENTACION

<t + - -=

StatisticsBuilder

StatisticsPlugin

StatisticsPluginUl

Figura 10 - Ubicacién y relaciones de las principales nuevas clases
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Se observa claramente que el requerimiento no funcional de flexibilidad de disefio
se cumple. De esta forma, se facilitdé la inclusion de todos los clasificadores, y se
beneficia cualquier extension futura de esta implementacion.

Para insertar un nuevo clasificador a Gephi, solo deben implementarse las cuatro
clases dentro del sector naranja. Todas son clases pequefias e implementan muy
pocos métodos en total. La mas costosa es la correspondiente al panel grafico,
donde se disefa y define cuales opciones de configuracion se proveen al usuario
final. Para esto, se realiza una traduccion de componentes de configuracion visuales
a un array de string, el cual puede ser interpretado por cualquier clasificador de
Weka en backend. Queda a responsabilidad de quien implementa realizar la
traduccion, y cumplir el contrato que espera el clasificador.

Existen dos clases abstractas principales que cumplen roles muy importantes dentro
de la implementacion. La primera se denomina ClassifierAbs, perteneciente a
StatisticsPlugin, encargada de las cuestiones generales del célculo de la
clasificacion. De la misma hedera cada clasificador, para proveer su propio modelo
al proceso. De manera analoga, la segunda se denomina ClassifierAbsPanel,
perteneciente a StatisticsPluginUl, y se encarga de las cuestiones generales de
interfaz grafica. Cada clase que herede de ella, define su interfaz propia, debido a
que, cada clasificador posee diferentes capacidades de configuracién. Las mismas
fueron el punto de partida de la implementacion, buscando maximizar la flexibilidad
de disefio. Debido que a partir de este punto inicial se tomaron muchas decisiones
que involucran a ambas clases, la explicacion se divide en frontend y backend, para
mayor claridad y orden.

4.3.1. Frontend

Esta seccidn corresponde a la implementacion realizada sobre StatisticsPluginUI.
Como ya se mencioné anteriormente, es el médulo encargado de la interfaz grafica,
correspondiente al calculo de funciones sobre el grafo. Como tal, requiere que se
cumplan ciertos requisitos para la creacion de la interfaz grafica correspondiente a
una nueva funcion. Se debe crear una clase que implemente la interfaz StatisticsUI
para incluir varios métodos que abarcan, entre varias cosas, obtener la categoria de
la funcidn, obtener y almacenar la configuracion, y la mas importante, obtener la
clase que representa el panel grafico, que debe heredar de JPanel. Esta ultima, es
la clase en la cual se disefia la interfaz visual correspondiente a la funcién, mientras
gue la que implementa StatisticsUI, actia como pasamanos de la configuracién y los
resultados, entre frontend y backend. Dado que se detectd cierto comportamiento
comun entre todos los clasificadores, se decidid que una clase abstracta llamada
ClassifierAbsUI implemente StatisticsUl y que otra clase abstracta llamada
ClassifierAbsPanel, implemente JPanel.

ClassifierAbsUI es la clase abstracta encargada de toda la funcionalidad general en
cuanto al traspaso de datos entre frontend y backend. Por lo tanto, se generalizaron
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aquellos métodos no afectados por las caracteristicas intrinsecas de cada
clasificador. Los métodos son aquellos que se encargan de aplicar la configuracion
predeterminada en la interfaz grafica, y obtener la configuracién seteada por el
usuario y enviarla a backend. La cantidad de folds, el método de seleccion de
atributos, el balanceo, las funciones de similitud, o las opciones de un clasificador,
son consideradas distintas partes de la configuracion.

Finalmente, se definen dos métodos abstractos que tienen que ver con la definicién
del panel visual, responsabilidad que se delega a cada clase que herede de ésta.
Cada clase que hereda de ClassifiersAbsUI se encarga de definir la creacion de la
clase que define el panel visual a utilizar (ya que existe uno por clasificador), y de
los demas métodos de la interfaz StatisticsUI, como la categoria, la posicién, etc.

Un ejemplo de todo lo anteriormente comentado es el siguiente: NaiveBayesUI
define el uso de NaiveBayesPanel y, por lo tanto, le traspasa la configuracion por
defecto. A continuacion, el usuario en NaiveBayesPanel define sus preferencias de
configuracion y NaiveBayesUIl es la encargada de traspasar esas opciones a
NaiveBayes, en backend.

En la Figura 11 se visualiza un diagrama de clases con lo anteriormente comentado.
Cabe aclarar que ciertos atributos y métodos no relevantes de las clases se
omitieron por cuestiones de legibilidad.

==interface==
= StatiscUl

@ +Jdpanel getSettingsPaneld

@ +yoid setup{Statistics statistics)
@ +yoid unsetupd

@+ String getCategoryd

o +int getPosition

. iy
<<|mp|epwems==

==ghstract==
o ClassifierAbsUl

&0 - ClassifierAhs classifier
&0 - ClassifierSettings settings

@ +yoid setup{Statistics statistics)
@ +yoid unsetupd

@+ ClassifierAbsPanel getPaneld
@ +yoid setPanelMNull)

> NaweBayesUl o ComparationUl
&0 -MaiveBayesPanel panel &0 - Comparation comparation

&0 - ComparationFPanel panel
&0 - ComparationSettings settings

o +JPanel getSettingsFanel()
o +ClassifierdbsPanel getPaneld

o +void setPanelMNulld o +yoid setupiStatistics statistics)
O +5tring getCategaryd @ +yaid unsetupd
o +int getPositiong @+ JPanel getSettingsPaneld

o+ ClassifierAbsPanel getPaneld
@ +yaid setPanelNulld)

@+ 5tring getCategoryg

@ +int getPaositiond

Figura 11 - Diagrama de clases Cjue heredan de StatisticsUI

De manera analoga, ClassifierAbsPanel se encarga de todas las cuestiones
generales que utilizan las interfaces gréaficas de cada clasificador, sin definir ningun
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elemento visual. Por ejemplo, se encarga de inicializar todas las variables que
pueda necesitar la interfaz grafica, de cargar un objeto perteneciente a la clase
CheckBoxList con todas las funciones de similitud, de inicializar el panel de
configuracion de las funciones de similitud llamado MetricConfigurationPanel, y de la
creacion del vector de caracteristicas como un dataset en formato ARFF. Ademas,
define como abstractos todos los métodos encargados de extraer cada elemento
individual de la configuracion, para que cada clase hijo los retorne como
corresponda.

Una de las limitaciones de este mddulo es que sdélo puede calcularse una funcion
gue involucre la invocacion de backend por panel, y debido a que, se decidio
reservarla para la clasificacion, cualquier otro célculo, como la creaciéon de los
datasets, debe realizarse en esta clase abstracta.

Dado que la funcion de creacion de datasets es una de las mas importantes para
esta investigacion, se procede a explicar en detalle su funcionamiento. El siguiente
pseudocddigo refleja a grandes rasgos el paso a paso del algoritmo:

(Si GRAFO es dindmico obtener subgrafo estatico en intervalo de tiempo)
Para todos los nodos | de GRAFO
Para todos los nodos restantes J de GRAFO
Si | es distinto de J
(Sino se filtra) o (Si | y J estan cerca)
Eliminar enlace entre 1 y J
Para todas las funciones de similitud elegidas
Calcular similitud entre 1 'y J
Agregar enlace entre | y J
Escribir instancia en archivo

Asi, el algoritmo de creacion de datasets, queda perfectamente representado por el
pseudocddigo, reflejando las principales caracteristicas y cuestiones tenidas en
cuenta.

Como primer paso, se tuvo en cuenta la existencia de grafos dinamicos. Debido a
gue, la funcionalidad de este trabajo abarca solo grafos estaticos, se implement6 un
algoritmo que extrae un subgrafo estatico perteneciente a un intervalo de tiempo de
un grafo dinamico. El usuario en la interfaz posee la posibilidad de decidir el punto
en el tiempo hasta el cual se considera la extraccion del subgrafo. El mismo quedara
conformado por las aristas y nodos presentes hasta ese momento. De este punto
del algoritmo en adelante, el subgrafo estatico es utilizado de la misma manera que
un grafo estatico comun.

En el siguiente paso, se realiza la inicializacion del archivo con el nombre elegido
por el usuario. Ademas, se le inserta el encabezado que establece el formato ARFF,
declarando el nombre vy tipo de los predictores elegidos y la clase. En el caso de
este trabajo, todos los predictores son de tipo NUMERIC, ya que las funciones
retornan la similitud como un double. En el caso de la clase, la misma puede valer
ALIinkdo o ANoneo, representado si entre
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A continuacion, se declaran dos iteraciones para recorrer todas las combinaciones
de nodos posibles del grafo. La segunda iteracion solo recorre los nodos que no han
sido considerados aun por la primera. De esta manera no se produce el caso de
crear dos instancias distintas, representando una a los nodos | y J, y otra a los
mismos nodos, pero en el orden inverso J e |. Esto solo afectaria negativamente a
los grafos dirigidos donde puede existir enlace de | a Jy no de J a |. Sin embargo,
como todas las funciones, excepto las topologicas globales, retornan los mismos
valores, sin importar el orden de los nodos, no vale la pena crear dos instancias.
Ademas, dado que SP utiliza un algoritmo especial para grafos dirigidos, y que HT
es en mayor parte aleatoria, no vale la pena agregar una nueva instancia por sélo
dos valores diferentes. Y esto sélo ocurriria, en el caso de que el usuario las eligiese
para la creacion del dataset. En resumen, si un grafo posee M nodos, entonces se
examinan M * M / 2 combinaciones de nodos para la creacién de instancias. Esto
beneficia a la performance del algoritmo, ya que reduce a la mitad la cantidad de
instancias posibles (sino seria M * M).

Para calcular la similitud entre dos nodos, primero se deben cumplir dos
condiciones. La primera pide que los nodos sean diferentes (I != J), lo cual implica
gue la cantidad final de instancias serade M *M/2)-M/2,que esiguala (M* M -
M) / 2. Esto se puede observar en la Figura 12, donde se observa la diferencia entre
cantidades de nodos e instancias finales, reflejando la funcién anteriormente
mencionada. La segunda condicién tiene que ver con la funcionalidad de filtrado,
reduciendo aun mas la cantidad anterior de instancias. Sin embargo, en este caso
pueden ocurrir dos situaciones: una es que no se decidio filtrar y entonces se tienen
en cuenta todos los pares de nodos, y la otra que, si se decidid filtrar, s6lo se
tendran en cuenta los nodos | y J que posean una distancia menor o igual al filtro.

Nodos

— Instancias

Contactos Les Miserables Jazz Musicians
Empresa

Figura 12 - Relacidn entre la cantidad de nodos y de instancias sin filtrar para tres datasets
Para aquellos pares de nodos que se tienen en cuenta, el funcionamiento del

algoritmo procede de la siguiente manera. En primer lugar, en caso de existir link
entre | y J, se borra temporalmente para volver a agregarlo una vez se hayan
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calculado todas las funciones. Esto se realizé debido a que, al calcular la similitud
entre un par de nodos, la hipétesis es que no se conoce si existe enlace entre ellos.
En segundo lugar, se calculan aquellas funciones que haya seleccionado el usuario.
Si alguna retorna Anull 06 por no poder
faltante fA?0. Final ment e, se insertan
clase como una nueva instancia directamente en el archivo. Esto se hizo para
utilizar la menor cantidad de objetos posibles, disminuyendo asi la cantidad de
memoria necesaria. Dado que no existe una estructura intermedia de
almacenamiento, la performance del algoritmo también se ve beneficiada. Este fue
un caso donde el requerimiento no funcional de performance era clave, ya que en
ciertos puntos Gephi puede tardar mucho o quedarse sin memoria. Por ejemplo, si
se tiene un grafo con 100.000 nodos y se quiere crear un dataset sin filtrar, se sabe
gue debido a las decisiones anteriormente tomadas la cantidad de instancias seria
(100.000 * 100.000 - 100.000) / 2 = 4.999.950.000 instancias finales. Es totalmente
inviable mantener esa cantidad de instancias en memoria, y tardaria unos cuantos
dias de procesamiento para una computadora de gama media.

Volviendo al funcionamiento de las clases, todas aquellas que hereden de
ClassifierAbsPanel, representaran el panel asociado a cada clasificador que se
implemente. Dentro de las mismas se definen todos los componentes visuales y la
interaccion entre los mismos. Ademas, deben implementar todos los métodos
abstractos para retornar la configuraciéon seleccionada por el usuario de manera de
cumplir el contrato que espera ClassifierAbsUl. A continuacion, en la Figura 13, se
muestra una captura del panel correspondiente a J48Panel a modo de ejemplo:

BA Parametros de 143 X

J4a8

Clasificador que implementa el algoritmo C4. 5 para general un arbol de decisién con o sin poda.

Preprocesamiento Clasificacion al

Mombre dataset default Jarff Ruta de acceso del dataset a clasificar:

Grafo dinamico

Tiempo transcurrido

[ Todas

] Adamic Adar

[] Commen Meighbars

[] Hitting Time

[ ] Hub Depressed

[] Hub Promoted

[] Jaccard Coefficent

[] Leicht Holme Nerman
["] Mode Information

[] Parameter Dependent
[] Preferential Attachment
[] Resource Allocation

[] Salton Cosine

[] Shortest Path

[] sorensen Index

[] Vector Node Information

g Configuracion

Filtrar lejanos

Lejania |2

Crear dataset

CilUsers\Usuario\Documents\Tesislgephi-mastesimadulesispplicats

Cross-validation Folds |10

Simple
[] Balancear
Cross |2 Auto

Configuracién dasificador

®ca.s

Tipo de poda (O Reducrién de Errores

() Mo podar
Minimo de instancias por hoja |2

Usar correcdén MDL

Punto de split de las ramas es un valor de los datos

Factor de confianza |0.25

Cantidad de folds (3 Semilla |1

Seleccionar atributos

o w

Cancel

Figura 13 - Panel visual de configuracion correspondiente al clasificador J48
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En la captura se notan facilmente secciones dedicadas a las distintas
funcionalidades de cada una, mostrando en la seccion superior el nombre y una
breve descripcion del clasificador en cuestion.

La seccion izquierda esta dedicada a la creacion del dataset a partir del grafo. Se
visualiza el listado de funciones de similitud a elegir, el botdn de configuracién que
abre un panel para las funciones configurables, la caja para escribir el nombre, la
funcionalidad de filtrado, y la funcionalidad para grafos dinamicos que se activa si se
est8 trabajando con wuno de el | @alalgoiho bot - n
previamente explicado, inhabilitando el uso del resto del panel. Al finalizar, se
notifica el tiempo que implico la creacién del dataset.

Por otro lado, la seccion derecha se encarga de todo lo relacionado a la clasificacion
de los datasets. La parte superior se encarga de contener las cuestiones generales.
Contiene el boton para seleccionar el dataset a clasificar, permite configurar la
cantidad de folds de cross-validation, y provee las distintas opciones de balanceo y
seleccion de atributos. En la parte inferior se encuentra la subseccién dedicada a
configurar los distintos paradmetros posibles de los clasificadores. Esta configuracion
se traduce a un array de string al enviar s
backend para realizar la clasificacién del dataset con la configuracion elegida por el
usuario.

Una decisién importante a remarcar, es la de mantener la seccion izquierda y la
superior derecha en todos los clasificadores. Lo que cada panel personaliza es el
panel derecho inferior donde van los componentes para elegir su configuracion. De
esta manera toda la funcionalidad queda en el mismo panel, al alcance de todos los
clasificadores, mejorando asi la usabilidad para el usuario final.

Existe una excepcion a los casos anteriores, la cual corresponde a la funcionalidad
I  amada fACompar aseiolserva en lacFigyraold.p an e |

B Parémetros de Comparation x

Comparation

Aqui se realizaré la comparacidn entre las predictores que utiizan clustering y los clasificadores.

A Clasificadores Predictores
Preprocesamiento
—_a
Nombre dataset defauf arff - Dataset defaultarff Cantidad de predicciones | 10
. . Cross-validation Folds |10 Porcentaje de enlaces a ocultar |20.0 | %

Grafo dindmico
Tiempo transcurrido [] Balancear Fots
[Todas Cross |2 Auto

Seleccionar atributos

] Adamic adar ¢ Configuracion
[] Comman Neighbors Mo ~
[ Hitting Time
E HUE Depresst;d Filtrar lejanos [k [ Todos [] Adamic Adar # | [ Todos

Hub Promote: s [[] Common Neighbors
[ Jaccard Coefficient Lejania |2 [ 3rip [] Hitting Time
[[] Leicht Holme Nerman [ kstar [ Hub Depressed
[[] Mode Information [ Maive Bayes []Hub Promated
[[] Parameter Dependent ] Random Forest [ 3accard Coefficient
[] Preferential Attachment [1smo [ Leicht Holme Merman
[[] Resource Allocation [ zeror [ Node Information
[ salton Cosine [1Parameter Dependent
[[] Shortest Path [ Preferential Attachment
[ Sorensen Index []resource Allocation
] vector Node Information Temraamst [ Salton Casine v

Cancel

Figura 14 - Panel visual de configuracion correspondiente a la funcionalidad Comparation
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Esta funcionalidad se construyo utilizando el framework anteriormente definido, pero
Su objetivo es realizar una comparacion rapida entre el aprendizaje supervisado y
las funciones individuales. Debido a esto posee diferencias con cualquier otro
clasificador, las cuales lo vuelven Gnico. Como se puede observar, la seccion
derecha es totalmente diferente. Lo que se decidié fue condensar toda la
configuracion perteneciente a los clasificadores del lado izquierdo, y lo mismo para
los predictores, pero del lado derecho.

Los listados de clasificadores y predictores poseen la capacidad de tener en cuenta
futuras implementaciones de funciones de cada tipo. Sin embargo, hay una
desventaja obvia la cual es la incapacidad de configurar cada funcién, ya sea
clasificador o predictor, de forma individual. Por eso, esta funcién es considerada
una forma simple de comparar métodos, ya que se usan las configuraciones por
defecto. En caso de querer realizar una comparacion en detalle, puede realizarse de
forma manual ejecutando sélo las funciones mas relevantes, y configurando
individualmente cada una de ellas. Otra desventaja obvia es el tiempo de
procesamiento, ya que el tiempo total es la suma del tiempo de procesamiento
individual de cada componente que se elija para comparar.

Debido a que, el panel de Comparation posee mas elementos de configuracién,
precisamente para los predictores, ComparationUl se debe encargar de realizar el
pasamanos de estos elementos adicionales. Para tal fin, se decidi6 que
ComparationUl rei mplemente | os m®t odos fset
para agregar el comportamiento especifico para los nuevos elementos
configurables. En la Figura 15 se observa un diagrama de clases con todo lo
relacionado a los paneles visuales. Se omitieron atributos y métodos no relevantes
para mejorar la legibilidad.
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==ghsiract==
o ClassifierAbsPanel

“# Graph graph

@+ Double createDatasetilist predChosenList, String datasetPath, String datasettame, String datasetExtension)
@ +void loadParsers{CheckBoxList jList1, List=PredictorAbs= predictors)
@ +void setkliint K)

O+int getki

@ +hoolean getBalanceDataset)

@ +void setBalanceDatasetiboolean balanceDataset)

@+ String[] gettptionsd

@ +void setOptions(String[] aptions)

O+ 5tring getSelAtribute s

O +void setSelAttributes(String method)

V\'rs\
i MaiveBayesPanel 5 ComparationPanel
< +MaiveBayesPanel() < +CamparationPanel()
@ +void setkliing k) o +void setkiin k)
@ +int getkl @ +int getkl
@ +hoolean getBalanceDataset) ©+hoolean getBalanceDataset)
@ +void setBalancelatasetiboolean balanceDataset) @ +void setBalanceDataset(bonlean balanceDataset)
@+ String[] getOptionsd @ +String[ getptionsg
@ +void setOptions(String[] options) o +void setDptions{String]] options)
@+ 5tring getSelAttributes @ +5tring getSelAttributes
© +vaoid setCantPrediccionesiint cantPredicciones)
@ +int getCantPredicciones
@ +void setPorcentajeCcultar{Double porcentajeCcultar
o +Double getPorcentajeCcultar

Figura 15 - Diagrama de las clases correspondientes a los paneles visuales

4.3.2. Backend

Esta seccion corresponde a la implementacion sobre el médulo StatisticsPlugin.
Engloba toda la funcionalidad correspondiente al calculo y creacién de resultados de
la clasificacion. Cada funcién creada dentro de este modulo cumple una serie de
requerimientos del disefio existente. Por cada funcion, debe crearse una clase
encargada de todo el procesamiento que implemente la interfaz Statistics,
acompafada por otra clase que implemente la interfaz StatisticsBuilder, responsable
de crear las instancias de la primera. Esto es reflejo del patrén de disefio Factory
Method.

Statistics define varios métodos de los cudles, dos son los mas importantes. El
m®t odo Aexecuted implica realizar el c
creacion de un string con contenido HTML, donde se vuelcan los resultados de la
ejecucion anterior. El médulo se encarga de mostrar el reporte HTML, y a su vez,
provee acceso a las herramientas de exportacion del mismo. Por su parte,
StatisticsBuilder define métodos responsables de obtener la instancia y el nombre
de la funcion. De forma adicional, se tuvo en cuenta que cada funcién puede
implementar la interfaz LongTask. La misma provee soporte para conocer en tiempo
real o cancelar el progreso del procesamiento. Resulta de suma utilidad para
aquellas funciones que tomen una cantidad de tiempo considerable en completarse,
como en este caso, la clasificacion.

Debido a que, existe funcionalidad comidn a todos los clasificadores, se decidio
abstraerla en una clase comidn y que cada clase que contiene cada clasificador
herede de la anterior. De esta manera, se cred la clase abstracta ClassifierAbs que
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encapsula toda la funcionalidad que tiene que ver con la clasificacion y la creacion
de los resultados y, ademas, es la que implementa las interfaces Statistics y
LongTask. Por lo tanto, cada clasificador posee su propia clase que hereda de
ClassifierAbs implementando los métodos que tienen que ver con el modelo de
clasificacion y sus opciones de configuracion. Dentro de cada clasificador de Gephi
se define una instancia correspondiente a cada clasificador de la APl de Weka.
Acompafiando a cada clasificador, existiran las distintas clases constructoras que
implementan la interfaz StatisticsBuilder y, por lo tanto, son responsables de
construir instancias del clasificador que les corresponda.

Para el caso de la clase Comparation, encargada del procesamiento en la
comparaci-n de m®todos de predicci - -n,

Aget Report o, a pes aflfierAbse Esto ser hizd yarquedoequeCsk a s s

busca es tener en el mismo reporte, todos los reportes individuales de cada funcién

ejecut ada, ya sea funci-n o <clasificador
Afget

configuran las funciones individuales y se ejecutan, mi entr as que en
concatenan todos los reportes individuales para obtener un uUnico reporte final.
Ademas, la clase cuenta con métodos especificos para la configuracién adicional
gue requieren los predictores.

Para la funcion de balanceo se crearon tres clases auxiliares. ReportDataAbs es la
clase abstracta que define los métodos para almacenar y obtener datos de una
clasificacion. ReportDataSimple implementa los métodos de la clase anterior y sirve
para almacenar los correspondientes a una sola clasificacion. ReportDataAvg
contiene una coleccion de ReportDataAbs. Implementa los métodos de este ultimo
para promediar los resultados de varias clasificaciones simples y retornar el
promedio como si se tratara de una clasificacion simple.

La Figura 16 contiene un diagrama de clases que refleja todo lo anteriormente
comentado excepto las ultimas tres clases, ya que no son tan importantes y su
ausencia mejora la legibilidad.
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= Statistics

=<interface==
== Longtask

O +void execute(Graphhaodel graphModel
o+ String getReport))

©+hoolean cancelj

O +ProgressTicket setF’rogggssTicket(ProgressTicket progr

<=implé%ents=>

——
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() Classifieribs
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o +hoolean cancel()
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©+5tring getReport()

@+int getk(

@ +vaoid setk{int k)

©+hoolean getBalanceDatasetd

o +void setBalanceDataset(hoolean balanceDatasefy

©+void setSelAftributes{Btring selAtributos)
©+5tringll getOptionsd

©+void setOptions(String[] optians)
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@ +5tring) getOptionsg

© +void setOptionsiStringl options)
o +Classifier getClassifier])

O +void setClassifierd

==interface==
=0 GtatisticsBuilder

O +5tring getMame(
O +Statistics getStatistics)
O +5iatistics getStatisticsClassd

—
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() NaiveBayesBuilder

©+5tring getlamed)
O +5tatistics getStatistics()
O +5iatistics getStatisticsClassh

o Comparation

©0+8tring get3elAttributes) 4

&1 -int cantPredicciones
&7 -Double porcentajeOcultar

O +void execute(GraphModel graphModel)

©+5tring getReport()

©+5tring] getOptions(

©+void setOptions(Strinal options)

o +Classifier getClassifier])

O +void setClassifierd

©+int getCantPredicciones)

©+void setCantPredicciones(int cantPredicciones)
©+Double getParcentajeQcultard

o +void setPorcentaje Ocultar{Double porcentajeOcultar)

5 ComparationBuilder

©+5ting getMamed
©+5tatistics getStatistics(
o+ Statistics getStatisticsClass)

Figura 16 - Diagrama de las clases de backend

mp\ernents»

Debido a que, el algoritmo responsable de la clasificacion de los datasets es de

suma importancia para

la presente

investigacion,

se procede a explicar

detalladamente el mismo. A continuacién, se muestra el pseudocddigo para

clasificar un dataset cualquiera.

Setear modelo clasificador

Si hay seleccion de atributos, filtrar atributos del dataset

Si hay balanceo cross
Por cada subdataset

Clasificar subdataset

Sino

Si hay balanceo simple, filtrar instancias del dataset

Clasificar dataset

Como se puede observar el algoritmo a grandes rasgos es bastante simple, pero en
cada paso se resuelven cuestiones importantes. Como primer paso, se decide que
modelo clasificador se utilizar4. Esto depende de la funcién que haya elegido el
usuario (por ejemplo, NaiveBayes, J48, etc). Cada algoritmo ofrece a la clasificacion
su modelo propio, tanto para entrenamiento como testeo, y afecta en gran medida al
resultado final. En el momento que se setea el modelo, el mismo ya se encuentra
configurado con las opciones que haya elegido el usuario, por eso este paso no es
parte del algoritmo de clasificacion.
Como segundo paso, se determina si el usuario seleccion6 algin método de
seleccién de atributos. Si aquel fuese el caso, el dataset debe ser filtrado con el
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meétodo de seleccion elegido. El tiempo de procesamiento de este paso depende
mucho del método y del dataset y, por lo tanto, es muy variable. Como resultado se
obtiene un dataset con menos atributos para la clasificacion. En el caso de no elegir
seleccion de atributos, el dataset queda igual, y no hay procesamiento. Es
importante destacar, que en caso de elegir WrapperSubset, este recibe como
configuracion el mismo clasificador que posteriormente se utilizara para clasificar.
Por lo tanto, los atributos que seleccione dependen del algoritmo clasificador
elegido.

En el tercer paso hay una diferencia importante dependiendo del método de
balanceo elegido. Si no se eligié balanceo cross, pero si balanceo simple, entonces
el dataset es filtrado para obtener la misma cantidad de instancias de ambas clases.
Como paso siguiente se realiza la clasificacion del mismo y se guardan los
resultados. En el caso de no haberse elegido ningin método de balanceo, el dataset
no sufre ningn cambio y se realiza la clasificacion.

En cambio, si se eligi6é balanceo cross, primero deben crearse los subdatasets, cuya
cantidad estd dada por el niumero que ingresé el usuario o por el algoritmo
automatico. Se procede a realizar la clasificacion de cada subdataset, almacenando
los resultados de cada una, para posteriormente promediar todas. Este método de
clasificacion es el mas costoso en términos de tiempo, y debe utilizarse con
consideracion.

En el paso final de la clasificacion, donde finalizan todas las ramas del algoritmo,
primero se realiza el entrenamiento con las instancias que posea el dataset, y
finalmente, se hace cross-validation para realizar la evaluacion del mismo. Como
salida se obtiene un reporte con toda la informacion relacionada a la clasificacion.

Al principio de los reportes, se muestran los parametros elegidos por el usuario para
la clasificacion: clasificador, folds, configuracién del clasificador, balanceo, seleccion
de atributos y predictores que quedaron en el dataset. Luego se muestra un
conjunto de métricas que determinan y evaltan diferentes caracteristicas de la
clasificacion, entre las que se encuentran Precision, Recall, AUC y el gréafico de la
curva ROC.
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5. Experimentacion

En esta seccion se realizara una descripcion de las redes elegidas, detallando las
caracteristicas mas importantes de cada una y cualquier otra cuestion relevante
relacionada al uso de las mismas. También se dispondran los resultados de los
experimentos con su respectivo analisis. Puede considerarse como una etapa muy
significativa de la investigacion, ya que verifica el conjunto de hipétesis sobre el cual
se asienta este trabajo, y se determinan las causas del éxito o no de las técnicas
implementadas.

5.1. Casos de estudio

Con el fin de contemplar la mayor cantidad de casos posibles, se seleccionaron
cuatro redes con caracteristicas diferentes para considerar durante la
experimentacion. De esta forma, se evitara obtener resultados sesgados a una
Unica red, y se comprobara que la herramienta desarrollada es apta para analizar
distintos tipos de redes.

5.1.1. Les Miserables

Esta red se corresponde con | a novel a
publicada en 1862. En la misma, los nodos representan a los personajes de la obra,
y las aristas entre ellos indican que ambos personajes aparecen en el mismo
capitulo del libro. Las principales caracteristicas de la red son su tamafio e
interrelacion.

Cuenta con 77 nodos y 254 aristas, siendo su tamafio considerablemente pequefio
para la construccion de clasificadores. Esto implica también que los resultados de
las evaluaciones van a estar basados en una pequefia cantidad de ejemplos.

La interrelacion dentro de la red por su parte, es otro factor importante a considerar.
La red no posee una distribucion uniforme de enlaces, y puede ser claramente
dividida en diferentes zonas segun la interconexion entre los distintos grupos de
nodos. Ademas, la red cuenta con nodos que poseen un alto grado con respecto al
promedio, teniendo algunos de ellos alrededor de 10 vecinos y hasta mas de 30
vecinos en un caso particular, representando a los actores principales de la obra
gue estan presentes en la mayoria de las escenas. En la Figura 17 se observa
graficamente la estructura de dicha red.
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Figura 17 - Estructura visual de la red Les Miserables

En la representacion de la red dentro de Gephi, se puede observar como los nodos
con mayor grado son representados con un tamafio mas grande, y a su vez, cOmo
los distintos agrupamientos de nodos son representados con distintos colores. En
este caso, los nodos de mayor tamafio se corresponden a los personajes principales
de la novela, y a medida que disminuye el tamafio de los mismos, implica que el
papel de los personajes posee menos peso. Los distintos colores se corresponden a
conjuntos de personajes relacionados entre si y, por lo tanto, implica que
pertenecen a distintos circulos sociales.

5.1.2. Jazz Musicians

Consiste en una red de musicos de jazz del afio 2003, donde los nodos representan
a musicos estadounidense y las aristas entre ellos indica que actuaron en una
misma banda en algiin momento.

El tamafio de la red es considerablemente mayor a la de Les Miserables, con un
total de 198 nodos y 2742 aristas no dirigidas. Légicamente, como el niumero de
aristas es ampliamente mayor que la cantidad de nodos, el grado promedio de la red
es relativamente alto. Si bien el nodo de mayor grado tiene 90 vecinos, en lineas
generales el grado de los nodos es equilibrado en la red, por lo que, a diferencia de
la red anterior, no existen grupos separados de nodos interconectados entre si, sino
gue las aristas se distribuyen entre nodos dispersos en la red. Al poseer tal cantidad
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